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وعرفان شكر
وعرفان شكر

الفصیحُ اللسان یؤدي لا اللذين المؤطرين للأسـتاذين الشكر
أسأله فضائلهما، بِمِعشارِ البلیغ القلم يحیط ولا صفاتهما، بعضِ حقَّ
الإدراك، طَرفُ عنهُ یقَصرُ مَرقىً في مقامهما يرفع أن سـبحانه

والأفلاك. النجوم هامِ فوق رِفعَتهِما محلَّ ويجعلَ

زوبير، بسر الدكتور الأسـتاذ إلى والتقدير الشكر بخالص نتوجه كما
وعلى سدیدة، وتوجيهات قيمّة نصائح من لنا قدمه ما على

العمل. هذا إنجاز طیلة وتشجیعه دعمه

غنابزیة أحمد الدكتور إلى والعرفان الشكر بجزیل كذلك ونتقدم
إنجاز خلال القيمّة العلمیة وتوجيهاته الكريمة مساعدته على
الله فجزاه والإرشاد، النصح تقديم في جهد من بذله ما وعلى مشروعنا،

الجزاء. خير عنا
المناقشين، والأعضاء المناقشة لجنة لرئيس الشكر بجزیل نتقدم كما
من وكل الكرام أساتذتنا جمیع وإلى ومقامه، ودرجته باسمه كلٌّ

العلمیة مسيرتنا في علینا فضل له كان



إهـــداء

ووفقّنا والمعرفة، العلمِ طریقَ لنا أنارَ الذي وتعالى سـبحانه ِή الحمدُ
فله والتحديات، الصعوباتِ تجاوزِ على وأعاننا العمل، هذا لإتمامِ
سـبحانه ونسأله تحُصى، ولا تعُدّ لا التي نِعَمِه على والشكرُ الحمدُ

للجمیع. ونافعًا الكريم لوجهِه خالصًا الجهدَ هذا يجعلَ أن

كانا اللذين الكريمين، والدَینا إلى والتقدير الشكرِ بخالصِ نتقدّمُ كما
من قدّماه بما الدراسـیة، مسيرتنا طوال الأول والداعمَ السـندَ لنا
في لنا وأملٍ قوةٍ مصدرَ كانت صادقة ودعواتٍ وتشجیعٍ وصبرٍ دعمٍ
نوفيهما فلن والامتنان، الشكرِ بكلماتِ عبرّنا فمهما مرحلة. كل
ويجزيهما وصحتهما، عمرهما في ویبارك يحفظَهما، أن الله ونسألُ حقَّهما،

الجزاء. خيرَ عنا
ساندنا من وكل عائلتنا أفراد جمیع إلى بالشكر كذلك ونتوجّه
فلكلّ بالدعاء، أو الطیبة بالكلمة أو بالدعم سواء جانبنا، إلى ووقف
كلَّ منا العلمیة الرحلة هذه في طیب أثرٌ له كان من

والامتنان. التقدير

هذا يجعلَ وأن للجمیع، والسدادَ التوفيقَ الله نسألُ الأخير، وفي
والنجاح. العلم طریق في نافعةً خطوةً العمل

أهلهَا يحفظَ وأن فلسطين، في إخواننَا ینصرَ أن تعالى اللهَ ونسألُ
يجعلَ وأن أسرَهم، ویفكَّ جرحاهم، ويشفيَ شهداءَهم، ويرحمَ وأرضَها،
يرزقهَم وأن مخرجًا، كربٍ كلِّ ومن فرجًا، ضیقٍ كلِّ من لهم

تعالى. بإذنِه القریب والنصرَ والثباتَ الصبرَ

نورالايمان شتيوي & نهلة زلاسي



ملخص
تصᚖᛩف خلال من الثدي عن᤬طان المᚁكر الឤشف ᤆ

ᣐ᥃ العميق التعلم تقنᚖات فعالᚖة تقيᚖم ᥉إ الدراسة هدفتهذە

الاعتماد تم الهدف، هذا ولتحقيق .BreakHis بᚖانات قاعدة ᙠاستخدام خبᛸثة وأخرى حمᚖدة أورام ᥉إ الᛩسᚖجᚖة الصور

تم ᝨما .Vision Transformer (ViT)و DenseNet-201 و InceptionV3 : ᤆ᥏ العميق للتعلم متقدمة نماذج ثلاثة ᥋ع

᥉إ ᙠالإضافة Stain Normalizationو CLAHE ᤆ
ᣐ᥃ والمتمثلة للصور، المسᚁقة المعالجة تقنᚖات من مجموعة ᣾ᤫتأث دراسة

التصᚖᛩف. عملᚖة ᤆ
ᣐ᥃ النماذج أداء وتعᙔᗫز الᛩسᚖجᚖة الصور جودة ᣐ ᣾ᤵتحس بهدف بᛸنهما، الدمج

ارتفعت حᚖث المدروسة، النماذج أداء ᣐ ᣾ᤵتحس ᤆ
ᣐ᥃ ᤆ ᣽ᤶجاᙵإ ᣾ᤫتأث لها ᝨان المسᚁقة المعالجة تقنᚖات أن النتائج أظهرت

المسᚁقة المعالجة تطبيق عند (82,56%) ᥉إ الأصلᚖة الصور استخدام عند (78,60%) من InceptionV3 نموذج دقة

الخصائص و᠄براز الصور جودة ᣐ ᣾ᤵتحس ᤆ
ᣐ᥃اتᚖالتقن هذە فعالᚖة يؤكد مما ،(CLAHE + Stain Normalization) المدمجة

للتصᚖᛩف. المهمة الᛩسᚖجᚖة

ات ᣔ᤬لمؤ مرتفعة قᚖم جانب ᥉إ ،(86%) ᤆ᥉حوا الدقة ᙠلغت حᚖث ا، ᡶدᚖج أداءً DenseNet-201 نموذج حقق ᝨما
ᣐ ᣾ᤵب ᙠكفاءة ᣐ ᣾ᤫوالتمي الدقᚖقة الᛩسᚖجᚖة السمات استخراج ᥋ع قدرته ᙵعكس ما وهو ،F1-Scoreو Recallو Precision

والخبᛸثة. الحمᚖدة الأورام

ᙠلغت حᚖث ة، ᣽ᤫالمخت النماذج جميع ᣐ ᣾ᤵب النتائج أفضل حقق فقد Vision Transformer (ViT) نموذج أما
᥋ع و(96,49%) و(96,20%) (96,79%) ᙠلغت F1-Scoreو Recallو Precision قᚖم مع ،(95,20%) التصᚖᛩف دقة

الᛩسᚖجᚖة الصور تصᚖᛩف ᤆ
ᣐ᥃ ة ᣾ᤫكب وموثوقᚖة عالᚖة كفاءة ᥋ع ᙵدل مما ،(88,89%) ᙠلغت MCC قᚖمة ᥉إ ᙠالإضافة ، ᤆ᥉التوا

الثدي. ل᤭طان

التعلم نماذج أداء ورفع الطبᚖة الصور جودة ᣐ ᣾ᤵتحس ᤆ
ᣐ᥃ المسᚁقة المعالجة تقنᚖات توظᚖف أهمᚖة النتائج هذە تؤكد

النماذج ضمن فعالᚖة ᣞᤫថالأ النموذج بوصفه Vision Transformer (ViT) لنموذج الواعدة الإم᝼انات ز ᣽ᤫت ᝨما العميق،

ᤆ
ᣐ᥃ والمساعدة الثدي ل᤭طان المᚁكر للᛕشخᚖص داعمة ذكᚖة أنظمة لتطᙔᗽر ا ᡶواعد ا ᡶارᚖخ اعتᚁارە ᙵمكن وعلᚖه، المدروسة.

. ᤆ ᣽ᤷالط القرار اتخاذ

BreakHis، بᚖانات قاعدة الالتفافᚖة، العصᚖᛔة الش᝼ᚁات العميق، التعلم ، ᤆ ᣽᤺ ᚖسᛩال التصᙔᗽر الثدي، ᤬طان : مفتاحᘭة ᛿لمات
تقيᚖم ال᤭طان، عن الឤشفالمᚁكر ، ᤆ

ᣦᤶفالثناᚖᛩالتص الصᚁغات، تطبيع (CLAHE)، التᚁاين ᣐ ᣾ᤵتحس للصور، المسᚁقة المعالجة

النماذج



Abstract
This study aimed to evaluate the effectiveness of deep learning techniques in the early

detection of breast cancer through the classification of histopathological images into benign and
malignant tumors using the BreakHis dataset. To achieve this objective, three advanced deep
learning models were employed: InceptionV3, DenseNet-201 , and Vision Transformer (ViT). In
addition, the impact of several image preprocessing techniques was investigated, namely CLAHE
and Stain Normalization, as well as their combination, in order to enhance image quality and
improve the classification performance of the models.

The results showed that preprocessing techniques had a positive impact on model per-
formance, where the accuracy of the InceptionV3 model increased from (60% .78) when using
raw images to (56% .82) after applying the combined preprocessing approach (CLAHE + Stain
Normalization), confirming the effectiveness of these techniques in improving image quality and
highlighting important histological features for classification.

The DenseNet-201 model also achieved good performance, reaching an accuracy of ap-
proximately (86%), along with high values of Precision, Recall, and F1-Score. This reflects its
ability to extract fine-grained histological features and effectively distinguish between benign and
malignant tumors.

The Vision Transformer (ViT) model achieved the best results among all tested mod-
els, with a classification accuracy of (20% .95). The values of Precision, Recall, and F1-Score
were (79% .96), (20% .96), and (49% .96), respectively. In addition, the MCC value reached
(89% .88), indicating high performance and strong reliability in classifying breast histopatholog-
ical images.

These findings highlight the importance of applying image preprocessing techniques to
improve the quality of medical images and enhance the performance of deep learning models. They
also emphasize the promising potential of the Vision Transformer (ViT) as the most effective model
among those studied. Consequently, it can be considered a promising approach for developing
intelligent systems to support early breast cancer diagnosis and clinical decision-making.

Keywords : Breast cancer, histopathological imaging, deep learning, convolutional neural net-
works (CNNs), BreakHis dataset, image preprocessing, contrast enhancement (CLAHE), stain
normalization, binary classification, early cancer detection, model evaluation metrics



و الاختصارات قائمة
الرموز و المصطلحات

الاختصارات قائمة

Abbreviation Definition
ACC Accuracy
AI Artificial Intelligence
ANN Artificial Neural Network
AUC Area Under the Curve
BreaKHis Breast Cancer Histopathological Image Dataset
CAD Computer-Aided Diagnosis
CADe Computer-Aided Detection
CADx Computer-Aided Diagnosis System
CLAHE Contrast-Limited Adaptive Histogram Equalization
CNN Convolutional Neural Network
CPU Central Processing Unit
DL Deep Learning
FC Fully Connected Layer
FN False Negative
FP False Positive
GPU Graphics Processing Unit
H&E Hematoxylin and Eosin
IDC Invasive Ductal Carcinoma
JPEG Joint Photographic Experts Group
LR Learning Rate
MCC Matthews Correlation Coefficient
ML Machine Learning
PNG Portable Network Graphics
PRE Precision
REC Recall



الاختصارات قائمة

Abbreviation Definition
ReLU Rectified Linear Unit
RGB Red Green Blue
ROC Receiver Operating Characteristic
ROI Region of Interest
SGD Stochastic Gradient Descent
SN Stain Normalization
TN True Negative
TP True Positive
ViT Vision Transformer
WHO World Health Organization



(Glossary) المصطلحات قائمة

الدراسة ʏࢭ المستخدمة الأساسية المصطݏݰات .1 جدول

اݝݵتصر التعرʈف المصطݏݳ
حميدة تɢون قد أورامًا مɢونًا الثدي ݍݵلايا ʏطبيڥ غ؈ف نمو عن يɴتج مرض

خبʋثة. أو
Breast Cancer

وȖܨݵيص اݍݵلوʈة البɴية لدراسة Ȗُستخدم ɲسيجية لعينة مجɺرʈة صورة
الأمراض.

Histopathological Image

الطبقات متعددة العصȎية الشبɢات ʄعڴ ʇعتمد الآلة Ȗعلم من فرع
تلقائيًا. اݍݵصائص لاستخراج

Deep Learning

اتخاذ ʏࢭ الȎشري الذɠاء محاɠاة ʄعڴ قادرة أنظمة تطوʈر ʄإڲ ٱڈدف مجال
والتعلم. القرارات

Artificial Intelligence (AI)

برمجة دون البيانات من بالتعلم للأنظمة ʇسمح ʏالاصطناڤ الذɠاء من فرع
صرʈحة.

Machine Learning

خصائصɺا. واستخراج الصور لمعاݍݨة مصمم العصȎية الشبɢات من نوع Convolutional Neural Network (CNN)
(Attention Mechanism) الانȘباه آلية ʄعڴ ʇعتمد عميق Ȗعلم نموذج

الصور. لمعاݍݨة
Vision Transformer (ViT)

اللاحقة الطبقات بجميع طبقة ɠل برȋط تتم؈ق عميقة عصȎية شبكة بɴية
المعلومات. تدفق لتعزʈز

DenseNet

اݍݵصائص لاستخراج Inception وحدات ʄعڴ ʇعتمد متقدم CNN نموذج
المقايʋس. متعددة

InceptionV3

التدرʈب قبل جودٮڈا لتحس؈ن الصور ʄعڴ تُطبق عمليات مجموعة
والتصɴيف.

Image Preprocessing

الضوضاء. تܸݵيم من اݍݰد مع الصور ʏࢭ ʏاݝݰڴ التباين لتحس؈ن تقنية CLAHE
الناتج التباين وتقليل الɴسيجية الصور ʏࢭ الصبغات ألوان لتوحيد تقنية

اݝݵتلفة. التصوʈر ظروف عن
Stain Normalization



(Glossary) المصطلحات قائمة

اݝݵتصر التعرʈف المصطݏݳ
Stainو CLAHE (مثل مسبقة معاݍݨة تقنية من أك؆ف دمج

.ʄأعڴ جودة ذات صور ʄعڴ لݏݰصول (Normalization
Combined Preprocessing

التصɴيف. ʏࢭ لاستخدامɺا الصور من المɺمة اݍݵصائص استخراج عملية Feature Extraction
وخبʋث. حميد مثل فقط، فئت؈ن ʄإڲ البيانات تصɴيف Binary Classification

لتحس؈ن تكب؈فɸا أو قلّڈا أو الصور تدوʈر ع؄ف إضافية تدرʈب عينات إɲشاء
التعميم.

Data Augmentation

جديدة. مشɢلة ݍݰل كب؈فة بيانات ʄعڴ مسبقًا مدرب نموذج استخدام إعادة Transfer Learning
ضعف ʄإڲ يؤدي مما مفرط Ȋشɢل التدرʈب بيانات النموذج فٕڈا يتعلم حالة

اݍݨديدة. البيانات ʄعڴ الأداء
Overfitting

اݍݰقيقية. والقيم التɴبؤات ب؈ن اݍݵطأ مقدار تقʋس رʈاضية دالة Loss Function
التɴبؤات. ʏإجماڲ ʄإڲ الܶݰيحة التɴبؤات ɲسبة Accuracy

٭ڈا المتɴبأ العينات جميع ʄإڲ ܵݰيح Ȋشɢل إيجابيًا المصنفة العينات ɲسبة
ɠإيجابية.

Precision

اݍݰقيقية. الإيجابية اݍݰالات جميع اكȘشاف ʄعڴ النموذج قدرة Recall (Sensitivity)
Recall. و Precision ب؈ن التوافقي المتوسط F1-Score

.FNو FPو TNو TP خلال من التصɴيف نموذج أداء ݳ يوܷ جدول Confusion Matrix
البيانات. توازن عدم عند خاصة التصɴيف أداء لتقييم متوازن مقياس Matthews Correlation Coefficient (MCC)

الإيجابيات ومعدل الܶݰيحة الإيجابيات معدل ب؈ن العلاقة ݳ يوܷ منحۚܢ
اݍݵاطئة.

ROC Curve

النموذج. جودة لقياس وȖُستخدم ROC منحۚܢ تحت المساحة AUC
تكب؈ف بمستوʈات الثدي لسرطان ɲسيجية صور ʄعڴ تحتوي بيانات قاعدة

مختلفة.
BreakHis Dataset
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عامــــة مقدمــــة
الأسباب أحد يزال لا كما العالم، مستوى ʄعڴ الɴساء لدى Ȗܨݵيصًا السرطان أنواع أك؆ف الثدي سرطان ʇُعد
World Health Organization (WHO) العالمية الܶݰة منظمة لتقارʈر ووفقًا بالأورام. المرتبطة للوفيات الرئʋسية
العبء دراسة توقعات مع عالميًا، جديدة حالة مليون 3 .2 الـ حاجز السنوʈة الإصابات عدد تجاوز فقد اݝݰدثة، والبيانات

.[2 ,1]2050 عام بحلول حالة مليون 5 .3 ʄإڲ لتصل الإصابات تقفز بأن 2026 ʏࢭ الصادرة (GBD) للأمراض العال׿ܣ
وحده يمثل حيث انȘشارًا، الأك؆ف الأورام صدارة ʏࢭ الثدي سرطان فيأȖي اݍݨزائر، ʏࢭ ʏاݝݰڴ الصعيد ʄعڴ أما
الܶݰية المصاݍݳ Ȗُܦݨّل إذ ٭ڈا؛ المرتبطة الوفيات من 30% و الɴساء لدى المتصاعدة السرطانات ʏإجماڲ من 43% ʏحواڲ
وȋرامج العلاج أساليب ʏࢭ الكب؈ف التقدم من الرغم ʄوعڴ سنوʈًا[3]. جديدة حالة 14,700 يفوق ما الوطنية واݍݨمعيات
تحديات وسط اݍݰياة[4]، قيد ʄعڴ البقاء ومعدلات الإنذار تحس؈ن ʏࢭ تأث؈فًا الأك؆ف العامل المبكر الكشف يظل الفحص،

للمرض[3]. ʄالأوڲ المراحل ʏࢭ 20% حاليًا تتعدى لا الۘܣ المبكر الكشف معدلات لرفع اݍݨزائر ʏࢭ مستمرة
التجاɲس Ȋعدم وʈتم؈ق الثدي. ʏࢭ الفصيصات أو القنوات تبطن الۘܣ الظɺارʈة اݍݵلايا من الثدي سرطان يɴشأ
ʏاللمڥ النمط A، ʏاللمڥ النمط مثل: فرعية جزȁʈية أنماط عدة يضم حيث ،(Biological Heterogeneity) ʏالبيولوڊ
مختلفة[5] علاجية واستجابة سرʈري سلوك مٔڈا ولɢل السلبية، ثلاȜي الثدي وسرطان HER2، بمستقبل المعزز النمط B،
دقيق ʏسيڋɲ تقييم ʄإڲ اݍݰاجة ʇعزز مما العلاج، وتخطيط الȘܨݵيص عمليۘܣ Ȗعقيد ʄإڲ ʏالبيولوڊ التباين ɸذا وʈؤدي
عينات تُؤخذ حيث الثدي. سرطان لȘܨݵيص الذɸۗܣ المعيار (Histopathology) ʏسيڋɴال الأمراض علم ʇُعت؄ف وموثوق.
للكشف اݝݨɺر تحت تُفحص ثم (H&E)، والإيوزʈن الɺيماتوكسيل؈ن بصبغة عادةً والمصبوغة اݍݵزعة، طرʈق عن ɲسيجية
قاعدة من مأخوذة سرطانية واخرى سليمة ɲسيجية لصور امثلة 1 الشɢل ʇعرض المورفولوجية. الشɢلية التغ؈فات عن
ʄعڴ كب؈فة بدرجة وʉعتمد طوʈلاً وقتًا ʇستغرق الɴسيجية للشرائح اليدوي التقييم فإن ذلك مع .BreakHis [6] بيانات
الأخصائيون وحۘܢ .(Inter-observer variability) الأطباء ب؈ن التقدير لاختلاف عرضة أنھ كما اݝݵتص، الطبʋب خ؄فة

.[7] اݍݰدودية اݍݰالات ʏࢭ ʏالفرڤ النوع تصɴيف أو الɴسيجية الدرجة تحديد ʏࢭ يختلفون قد اݍݵ؄فة ذو
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خبʋث ورم (ج) حميد ورم (ب) سليم ɲسيج (ا)

BreakHis بيانات قاعدة من الثدي لسرطان ɲسيجية لصور أمثلة .1 شكل

Deep Learning العميق التعلم فرع ʏࢭ خاصة الأخ؈فة، السنوات ʏࢭ مȘسارعًا تطورًا ʏالاصطناڤ الذɠاء مجال شɺد
الالتفافية العصȎية الشبɢات أن وزملائھ LeCun Yann أعمال بيɴت وقد الطبية. الصور تحليل ʏࢭ عالية قدرة أظɺر الذي
الأساليب من العديد ʄعڴ متفوقة يجعلɺا مما اݍݵام، الصور من مباشرة معقدة ɸرمية تمثيلات Ȗعلم ʄعڴ قادرة (CNNs)
لسرطان الɴسيجية الصور تحليل ʏࢭ م؅قايد Ȋشɢل العميق التعلم تقنيات توظيف تم السياق، ɸذا ʏࢭ التقليدية[8].
الفرعية. الأنماط وتحديد (Segmentation)، والتقسيم والتصɴيف، الأورام، عن الكشف مɺام ʏࢭ Ȗُستخدم حيث الثدي،
واستخراج Whole Slide Images (WSIs) الدقة عالية الɢاملة الɴسيجية الشرائح صور تحليل النماذج لɺذه يمكن كما
حديثة معمارʈات أظɺرت ذلك، ʄإڲ إضافةً الȘܨݵيظۜܣ[9] القرار اتخاذ ʏࢭ الأمراض علم أطباء تدعم تمي؈قية خصائص
داخل المدى Ȋعيدة العلاقات نمذجة ʄعڴ لقدرٮڈا نظرًا واعدة، نتائج Vision Transformers – ViT الرؤʈة محولات مثل
من أساسية، تحديات عدة مواجɺة ʏࢭ التقنيات ɸذه توظيف ʇساɸم شامل[10] Ȋشɢل الɴسيجية البۚܢ والتقاط الصورة
ʏالعلاڊ التخطيط ودعم الأورام، توصيف وأتمتة المبكر، الكشف دقة وتحس؈ن الȘܨݵيص، ʏࢭ الذاȖي الطاȊع تقليل بئڈا
توازن وعدم الصبغات، وتباين المشروحة، البيانات محدودية مثل قائمة، تحديات ɸناك تزال لا ذلك، ومع اݝݵصص.

سرʈرʈًا. اعتمادɸا قبل دقيقة تقييمات إجراء ʏستدڤʇ مما النماذج، قرارات تفس؈ف صعوȋة ʄإڲ بالإضافة الفئات،
الالتفافية العصȎية الشبɢات سيما لا اݍݰديثة، العميق التعلم تقنيات تطبيق دراسة ʄإڲ المذكرة ɸذه ٮڈدف
تقييم ʄإڲ ʄسڥȖ كما الɴسيجية. الصور ʄعڴ اعتمادًا وتوصيفھ الثدي سرطان عن المبكر الكشف ʏࢭ البصرʈة، واݝݰولات
موثوقيْڈا مدى تحديد ٭ڈدف سرʈرʈًا، صلة ذات تقييم ومقايʋس معيارʈة بيانات مجموعات باستخدام النماذج ɸذه أداء

الȘܨݵيظۜܣ. العمل س؈ف ضمن دمجɺا و୒مɢانية
وأɸمية للدراسة العام السياق الأول الفصل يȘناول رئʋسية: فصول أرȌعة ʄإڲ العمل تقسيم تم الإطار، ɸذا ʏوࢭ
الفصل أما العميق. التعلم وتقنيات الثدي Ȋسرطان المتعلقة النظرʈة اݍݵلفية الثاɲي الفصل ʇعرض بʋنما الموضوع،
ومقايʋس النماذج وɴȋية البيانات، ومجموعة العمل، منݤݨية عرض يتم حيث التطبيقي، لݏݨانب فيخصص الثالث

ومناقشْڈا. النتائج عرض الراȊع الفصل يȘناول ح؈ن ʏࢭ التقييم.
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الفصل

الأول



عمـوميــات

الأول الفصل

الثدي سرطان فحص 1 -1

الكشف ٭ڈدف أعراض، علٕڈن تظɺر لا اللواȖي للɴساء دورʈة طبية اختبارات إجراء الثدي سرطان بفحص يُقصد
Ȋشɢل يزʈد مبكرة مرحلة ʏࢭ الورم اكȘشاف أن ʏࢭ ذلك أɸمية وتكمن متقدمة. مراحل ʄإڲ يتطور أن قبل المرض عن المبكر
World Health العالمية الܶݰة منظمة وȖش؈ف اݍݰياة. قيد ʄعڴ البقاء معدلات وʈُحسّن والشفاء العلاج فرص من كب؈ف
لمدة البقاء ɲسبة تتجاوز أن يمكن حيث البقاء، معدلات ʏࢭ مݏݰوظ بتحسن يرتبط المبكر الكشف أن ʄإڲ Organization

يجعل مما ،[2] المتقدمة الܶݰية الأنظمة ذات الدول ʏࢭ خاصة ،ʄالأوڲ المراحل ʏࢭ الȘܨݵيص عند 90٪ سنوات خمس
العامة. الܶݰة سياسات ʏࢭ أساسيًا عنصرًا المنتظمة الفحص برامج

من تمكّن حيث الفحص، ʏࢭ استخدامًا الأك؆ف الوسيلة السيɴية بالأشعة الثدي تصوʈر تقنية ʏوۂ الماموغرافيا Ȗُعدّ
لأبحاث الدولية الوɠالة لتقارʈر ووفقًا سرʈرʈًا. للاكȘشاف القابلة غ؈ف البɴيوʈة والتغ؈فات الدقيقة التɢلسات عن الكشف
ʇساɸم عامًا و69 50 ب؈ن للɴساء الدوري الفحص فإن International Agency for Research on Cancer السرطان

و٪40[11]. 20٪ ب؈ن ت؅فاوح بɴسبة الوفيات معدل خفض ʏࢭ
الوطنية الشبكة إرشادات توطۜܣ ،BRCA2و BRCA1 لطفرات اݍݰاملات مثل العالية، اݍݵطورة ذوات للɴساء بالɴسبة
المغناطʋؠۜܣ بالرن؈ن التصوʈر باستخدام Network Cancer Comprehensive National للسرطان الشاملة الامرʈكية
خالية لʋست أٰڈا إلا الفحص، وسائل فعالية ورغم .[12] الفئة ɸذه ضمن الكشف ʏࢭ العالية ݍݰساسʋتھ ،نظرًا MRI

قد ɠاذبة سلبية نتائج أو ضرورʈة، غ؈ف و୒جراءات نفؠۜܣ قلق ʄإڲ تؤدي ɠاذبة إيجابية نتائج تظɺر قد إذ التحديات؛ من
تݲݨب أن يمكن حيث المرتفعة، الɴسيجية الكثافة ذوات الɴساء لدى الماموغرافيا دقة تنخفض كما الȘܨݵيص. تؤخر

.[13] الورم وجود الكثيفة الأɲܦݨة

الأمراض علم وʉُعدّ مجɺرʈًا. تُفحص ɲسيجية عينة ʄعڴ لݏݰصول اݍݵزعة ʄإڲ الݏݨوء يتم آفة، بوجود الاشȘباه عند
المستقبلات حالة ʄإڲ بالإضافة ،ʏالفرڤ ونوعھ ودرجتھ، خبʋث)، أو (حميد الورم طبيعة لتحديد الأسا؟ۜܣ المرجع ʏسيڋɴال
ب؈ن يختلف قد اݍݵزعة عينات تفس؈ف أن غ؈ف المناسبة. العلاجية اݍݵطة لاختيار ضرورʈة معطيات ʏوۂ الɺرمونية،
Elmore أجراɸا JAMA الأمرʈكية الطبية اݍݨمعية مجلة ʏࢭ مɴشورة دراسة أظɺرت فقد الأمراض. علم اختصاصۛܣ
الآفات مثل المعقدة اݍݰالات تفس؈ف ʏࢭ مݏݰوظ تفاوت وجود خزعة، عينة 240 تحليل مع اختصاصيًا، 115 ʄعڴ وزملاؤه
الغازʈة الأورام مثل الواܷݰة اݍݰالات ʏࢭ ʄأعڴ الاتفاق ɠان ح؈ن ʏࢭ (DCIS) ʏالموضڥ القنوات وسرطان السرطانية قبل ما

.[7] اݍݰميدة الأɲܦݨة أو
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تب؈ن حيث التفس؈ف، دقة ʄعڴ الآفة وطبيعة الطبʋب خ؄فة تأث؈ف ʄعڴ Gomesو Gobbi دراسات ركزت أخرى، جɺة من
DCISو atypical ductal hyperplasia النمطي غ؈ف القنوات تܸݵم مثل اݍݰدية اݍݰالات ʏࢭ أك؄ف يɢون التباين أن
لتوضيح البصري والتحليل الع؈ن تȘبع ʄعڴ Ȗعتمد دراسات خلال من وزملاؤه، Brunyé ݳ أوܷ كما .[14] الدرجة منخفض
باݍݵ؄فة فقط يتعلق لا المراقب؈ن اختلاف أن مؤكدين الȘܨݵيصية، القرارات ʄعڴ الفحص ونمط اݍݵ؄فة تؤثر كيف

.[15] الشرائح. فحص أثناء البصرʈة المعلومات معاݍݨة بطرʈقة أيضًا بل الفردية،
الدقة عالية رقمية صور ʄإڲ التقليدية الشرائح تحوʈل ʏࢭ الرق׿ܣ الأمراض علم نحو التحول ساɸم الأخ؈فة، السنوات ʏࢭ
خاصة ،ʏالاصطناڤ الذɠاء تقنيات دمج أتاح مما ،(Whole Slide Images – WSIs) للشرائح الɢاملة بالصور Ȗُعرف
وتقسيم الطبيعية، غ؈ف المناطق عن الكشف ʏࢭ التقنيات ɸذه وȖُستخدم الɴسيجية. الصور تحليل ʏࢭ العميق، التعلم
الشɢل ʇعرضھ كما المتɢامل الȘܨݵيظۜܣ المسار يتɢون ذلك، ʄعڴ بناءً عالية. بدقة الورمية الأنماط وتصɴيف الأɲܦݨة،

من: 1 -1

أخرى تصوʈر وسائل أو بالماموغرافيا الفحص •

الاشȘباه عند خزعة إجراء •

الȘܨݵيص لتأكيد ʏسيڋɲ تحليل •

الɴسيجية الصور ʄعڴ ʏالاصطناڤ الذɠاء تقنيات باستخدام Ȗܨݵيظۜܣ دعم •

ʏࢭ اݍݰاسمة المرحلة باعتبارɸا الɴسيجية الصور تحليل مرحلة ʄعڴ خاص Ȋشɢل ز يُركَّ المذكرة، ɸذه إطار ʏࢭ
أساسيًا ɸدفًا اݝݵتص؈ن ب؈ن التباين وتقليل التفس؈ف دقة تحس؈ن يجعل ما وɸو خصائصھ، وتحديد الورم توصيف

اݍݰديثة العميق التعلم تقنيات توظيف خلال من تحقيقھ يمكن

المتɢامل الȘܨݵيظۜܣ المسار .1 -1 شكل
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الاصطناعي الذكاء 2 -1

Ȋعض محاɠاة ʄعڴ قادرة أنظمة تطوʈر ʄإڲ ٱڈدف اݍݰاسوب علوم ʏࢭ مجال ʄإڲ (AI) ʏالاصطناڤ الذɠاء ʇش؈ف
لتحليل ʏالاصطناڤ الذɠاء ʇُستخدم الطۗܣ، اݝݨال ʏࢭ القرار. واتخاذ والاستدلال التعلم مثل الȎشري، الذɠاء جوانب

السرʈرʈة القرارات واتخاذ الȘܨݵيص لدعم الأنماط واستخراج المعقدة البيانات
الذɠاء تمثيل إمɢانية فكرة طُرحت حيث ،1956 سنة دارتموث مؤتمر خلال رسميًا ʏالاصطناڤ الذɠاء مفɺوم تقديم تم .
ʄعڴ القائمة والأنظمة الرمزي الاستدلال ʄعڴ اݝݨال ɸذا اعتمد بداياتھ، ʏࢭ بمحاɠاتھ. للآلات Ȗسمح بطرʈقة الȎشري
الطبية. الصور مثل المعقدة البيانات مع التعامل ʏࢭ صعوȋات واجɺت لكٔڈا المنظمة البʋئات ʏࢭ نݬݰت والۘܣ القواعد،

:2 -1 الشɢل يȎئڈا كما رئʋسية مراحل ثلاث ʄإڲ ʏالاصطناڤ الذɠاء تطور تصɴيف يمكن

اݍݵب؈فة والأنظمة القواعد ʄعڴ قائمة أنظمة الرمزي: ʏالاصطناڤ الذɠاء •

البيانات من الأنماط تتعلم خوارزميات الآلة: Ȗعلم •

تلقائيًا اݍݵصائص استخراج ʄعڴ قادرة الطبقات متعددة عصȎية شبɢات العميق: التعلم •

المعاݍݨة وحدات باستخدام اݍݰاسوȋية القدرة ʏࢭ التقدم بفضل اݝݨال ɸذا ʏࢭ كب؈فًا تطورًا الأخ؈ف العقد شɺد
Nature ʏࢭ المɴشور المقال شɢّل وقد اݍݵوارزميات. ʏࢭ اݍݰاصلة والتطورات الܸݵمة البيانات الرسومية(GPU)وتوفر
العميق التعلم ترسيخ ʏࢭ أساسية تحول نقطة Hinton Geoffreyو Bengio Yoshuaو LeCun Yann قبل من 2015 سنة

.[16]ʏالاصطناڤ الذɠاء ʏࢭ فعال كنموذج
وعلم الطبية، الصور تحليل مثل تطبيقات عدة ʏࢭ ʏالاصطناڤ الذɠاء ʇُستخدم الܶݰية، الرعاية مجال ʏࢭ
الأورام عن والكشف الماموغرام، صور تفس؈ف ʏࢭ توظيفھ تم الثدي، سرطان سياق ʏوࢭ التɴبؤʈة. والتحليلات الأمراض،
يواجھ الإمɢانيات، ɸذه رغم المرعۜܣ. للإنذار التɴبؤʈة النمذجة ʄإڲ بالإضافة الɴسيجية، الصور وتصɴيف وتقسيمɺا،
ʄإڲ واݍݰاجة النماذج، تفس؈ف وقابلية البيانات، خصوصية بئڈا من مɺمة، تحديات الطب ʏࢭ ʏالاصطناڤ الذɠاء تطبيق
السرʈرʈة. الممارسة ʏࢭ اعتماده قبل الموثوقية من عالية درجة يتطلب مما التنظيمية، للمعاي؈ف والامتثال السرʈري التحقق
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ʏالاصطناڤ الذɠاء تطور مراحل .2 -1 شكل

الاصطناعي الذكاء تاريخ 1 -2 -1

ورغم .[17] مستقل عل׿ܣ كمجال ʏالاصطناڤ للذɠاء الرسمية الانطلاق نقطة 1956 سنة دارتموث مؤتمر ʇُعت؄ف
ف؅فات ʄإڲ أدت ܣ الأ؟ّۜ التعقيد مع التعامل وصعوȋة اݍݰاسوȋية الإمɢانيات محدودية أن إلا بداياتھ، ʏࢭ الكب؈ف التفاؤل

.[19 ,18] ''ʏالاصطناڤ الذɠاء ``شتاء بـ عُرفت تراجع
منطقية قواعد باستخدام الطۗܣ الȘܨݵيص دعم ʄعڴ قدرة أظɺرت الۘܣ اݍݵب؈فة الأنظمة ظɺرت الثمانيɴيات، ʏࢭ

.[21 ,20] يدوʈًا القواعد وضبط التعميم ʏࢭ محدودة بقيت لكٔڈا الشɺ؈ف)، MYCIN نظام (مثل
نحو التحول بدأ اݍݰاسوȌي، والعتاد التدرʈب خوارزميات وتحسن الاصطناعية العصȎية الشبɢات تطور مع
(خاصة الالتفافية العصȎية الشبɢات تحقيق مع مفصلية نقطة 2012 عام وشɢّل .[16] البيانات ʄعڴ القائم التعلم
ʏࢭ جديدة مرحلة أطلق مما ، ImageNet مسابقة ʏࢭ التقليدية الطرق عن شاسع بفارق متم؈قًا أداءً AlexNet) شبكة
الأɸمية بالغ أمر وɸو تلقائيًا، Ȗعلمɺا ʄإڲ يدوʈًا اݍݵصائص استخراج من انتقالاً التحول ɸذا يمثل .[22] اݍݰاسوȋية الرؤʈة

.[23] كب؈ف وɴȋيوي بصري بتعقيد تتم؈ق الۘܣ الɴسيجية الصور ʏࢭ

الطبية الصور معالجة في العميق التعلم 2 -2 -1

الاصطناعية العصȎية الشبɢات ʄعڴ ʇعتمد حيث الآلة، Ȗعلم فروع أɸم أحد (Deep Learning) العميق التعلم ʇُعدّ
كب؈ف تقدم تحقيق ʏࢭ اݝݨال ɸذا ساɸم وقد ɸرمي. Ȋشɢل للبيانات معقدة تمثيلات Ȗعلم ʄعڴ القادرة الطبقات متعددة
Detection والكشف Segmentation والتقسيم Classification التصɴيف مɺام ʏࢭ خاصة الطبية، الصور معاݍݨة ʏࢭ
التقليدية الأساليب ʄعڴ تفوقت العميق التعلم تقنيات أن وزملائھ Litjens Geert دراسة أظɺرت السياق، ɸذا ʏࢭ .[16]
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التعميم ʄعڴ أفضل وقدرة ʄأعڴ دقة حققت حيث الأورام مجال ʏࢭ خاصة الطبية الصور تحليل تطبيقات من العديد ʏࢭ
ċitelitjens2017survey

العميق للتعلم الرئيسية الطبقات 3 -2 -1

.3 -1 الشɢل ʏࢭ ݳ موܷ ɸو كما أساسية، طبقات ثلاث من العميق التعلم نماذج تتɢون

وȖعمل الرقمية، القيم أو النصوص الصور، مثل اݍݵام البيانات Ȗستقبل (Input Layer): الإدخال طبقة •
(Neurons). كعصبونات إدخال م؈قة ɠل تمثيل يتم العصȎية. للشبكة دخول كنقطة

تطبيق خلال من وتحوʈلɺا الم؈قات باستخراج الطبقات ɸذه تقوم (Hidden Layers): اݝݵفية الطبقات •
ʏࢭ عصبون ɠل .[24] (Activation Functions) التɴشيط ودوال (Biases) والانحيازات (Weights) الأوزان

Ȗعقيداً. أك؆ف تمثيلات بتعلم ʇسمح مما التالية، الطبقة ʏࢭ بالعصبونات متصلاً يɢون اݝݵفية الطبقة

النȘيجة تɢون أن يمكن المستخرجة. الم؈قات ʄعڴ بناءً الٔڈائية النȘيجة تɴتج (Output Layer): الإخراج طبقة •
التɴبؤات. من آخر Regression)نوع Value) انحدار قيمة أو قطة/ɠلب) (مثل: تصɴيفاً

العصبونات[25]. وتفاعلات الطبقات العميق: التعلم لبɴية البصري التمثيل .3 -1 شكل

النسيجية الصور في العميق التعلم أهمية 1 -3 -2 -1

تحليلɺا يجعل مما الكب؈فة، ودقْڈا ʏالعاڲ بتعقيدɸا (Histopathological Images) الɴسيجية الصور تتم؈ق
مزايا: عدة العميق التعلم يوفر الإطار ɸذا ʏࢭ صعبًا. أمرًا يدوʈًا

يدوي. تصميم ʄإڲ اݍݰاجة دون البيانات من مباشرة الم؈قات Ȗعلم يتم حيث لݏݵصائص: التلقاǿي الاستخراج .1

(Whole-Slide Images – WSIs) الɢاملة الɴسيجية الشرائح خاصة الدقة: عالية الصور مع التعامل .2
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مختلفة مصادر من جديدة بيانات ʄعڴ النموذج تطبيق إمɢانية التعميم: ʄعڴ القدرة .3

الأخطاء من وʈقلل التحليل عملية ʇسرّع مما الȎشري: التدخل تقليل .4

الطبي التصوير في العميق التعلم مهام 2 -3 -2 -1

البيانات، وتحليل اݍݰاسوȋية الرؤʈة مجال ʏࢭ أساسية مɺام عدة ʏࢭ Learning) (Deep العميق التعلم ʇُستخدم
أبرزɸا: ومن

الطبية الصور ʏࢭ الأورام تصɴيف مثل للصورة، الإجمالية الفئة تحديد ʏࢭ وʈتمثل (Classification): التصɴيف •
.[26] خبʋثة أو حميدة ʄإڲ

تحديد مثل للأجسام، دقيقة حدود لتحديد الصورة ʏࢭ بكسل ɠل تصɴيف وʉعۚܣ (Segmentation): التقسيم •
.[27] عالية بدقة الأورام أو الدماغية السكتات ومحيط ݯݨم

حولɺا، Boxes) (Bounding إحاطة صناديق ورسم الأجسام موقع تحديد وʈتضمن (Detection): الكشف •
.[28] المقطعية الأشعة ʏࢭ الرئوʈة العقد مواقع وتحديد كشف مثل

اݍݰيوʈة أو الɴسيجية اݍݵصائص وتقييم متقدمة سمات استخراج وʉشمل (Characterization): التوصيف •
.[29] الصور من مباشرة (Grading) المرض تقدم درجة تحديد أو اݍݨيɴية بالطفرات التɴبؤ مثل للأɲܦݨة،

الصور تحليل ʏࢭ خاصة المɺام، ɸذه ʏࢭ الكب؈فة فعاليْڈا (CNNs) الالتفافية العصȎية الشبɢات نماذج أثبȘت وقد
بدقة العمل ʄعڴ العالية لقدرتھ نظرًا الطۗܣ التقسيم ʏࢭ واسع Ȋشɢل ʇُستخدم الذي الشɺ؈ف U-Net نموذج ʏࢭ كما الطبية،

.[30] التدرʈب بيانات قلة مع حۘܢ

الصور تحليل في المستخدمة المعماريات 3 -3 -2 -1

الالتفافية العصȎية الشبɢات نماذج وɸما المعمارʈات من رئʋسي؈ن نوع؈ن ʄعڴ الطبية الصور معاݍݨة Ȗعتمد
الرؤʈة: محولات ونماذج

الالتفافية العصبية الشبكات 4 -3 -2 -1

استخدامًا النماذج أك؆ف من Convolutional Neural Networks (CNNs) الاتفافية العصȎية الشبɢات Ȗُعد
والقوام. اݍݰواف مثل المɢانية الأنماط لاستخراج (Convolution) الالتفاف عمليات ʄعڴ Ȗعتمد حيث الصور، تحليل ʏࢭ
الثدي سرطان وȖܨݵيص الɴسيجية الصور تحليل ذلك ʏࢭ بما الطبية، التطبيقات من العديد ʏࢭ فعاليْڈا أثبȘت وقد

[31][30]
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الرؤية محولات نماذج 5 -3 -2 -1

محولات ʄعڴ Ȗعتمد نماذج ظɺور مع بارزاً تحولاً الطبية اݍݰاسوȋية الرؤʈة مجال شɺد الأخ؈فة، السنوات ʏࢭ
الالتفافية للشبɢات قوي كبديل وزملاؤه Alexey Dosovitskiy قدمɺا والۘܣ ،(Vision Transformers – ViT) الرؤʈة
العلاقات لفɺم (Self-Attention Mechanism)يȖالذا الانȘباه آلية ʄعڴ أسا؟ۜܣ Ȋشɢل البɴية ɸذه Ȗعتمد .[32] التقليدية
وأشمل أفضل بتمثيل ʇسمح مما الصورة، أجزاء مختلف ب؈ن (Long-range Dependencies) المدى Ȋعيدة والارتباطات

العام. للسياق

العميق التعلم تطبيق في التحديات 6 -3 -2 -1

تحديات عدة تواجھ أٰڈا إلا ،(Deep Learning) العميق التعلم نماذج تحققھ الذي والمذɸل القوي الأداء رغم
التحديات: ɸذه أبرز ومن والȘܨݵيصية، السرʈرʈة البʋئات ʏࢭ الɢامل اعتمادɸا Ȗعيق جوɸرʈة

(Whole Slide Images - الɢاملة الɴسيجية الصور وخاصة الأȊعاد: وعملاقة الطبية للصور الكب؈ف اݍݱݨم •
حاسوȋية قدرات يتطلب مما بكسل، 100,000×100,000 ʄإڲ فٕڈا الواحدة الصورة أȊعاد تصل قد الۘܣ WSIs)

.[23] (Patches) صغ؈فة رقع ʄإڲ الصور تقطيع ʄعڴ الاعتماد وʈفرض للمعاݍݨة، ܷݵمة وذاكرة ɸائلة

عدد الشاǿعة الأمراض أو السليمة الأɲܦݨة عينات تفوق حيث :(Class Imbalance) الفئات توازن عدم •
الفئة نحو تلقائياً تنحاز النماذج يجعل مما البيانات، مجموعات داخل كب؈فة بمراحل النادرة الأمراض عينات

.[33] والنادرة اݍݰرجة اݍݰالات كشف ʏࢭ وتفشل تكراراً الأك؆ف

(Annotation) والتحديد العلامات وضع يتطلب إذ :(Lack of Annotated Data) مة المُعلَّ البيانات محدودية •
ʄعڴ ،ʏسيڋɴال والȘشرʈح الȘܨݵيص أطباء من نادرة طبية وخ؄فة شاقاً وجɺداً طوʈلاً وقتاً اݍݵلايا أو الأورام ʄعڴ

.[28] بك؆فة المتوفرة العامة البيانات عكس

التحض؈ف، بروتوɠولات اختلاف نȘيجة التحدي ɸذا وʈظɺر :(Stain Variability) الصبغات ʏࡩ التباين •
ب؈ن (H&E الـ (مثل الصبغ ʏࢭ المستخدمة الكيميائية المواد أو الرقمية، واݝݨاɸر للمناظ؈ف المصنعة الشرɠات
.[34] ʏخارڊ مسȘشفى من بيانات ʄعڴ اختباره عند النموذج أداء ʏࢭ حاد تراجع ʄإڲ يؤدي مما وآخر، طۗܣ مخت؄ف

أسود'' ``صندوق كـ العميقة العصȎية الشبɢات Ȗعمل حيث :(Explainability) النماذج تفس؈ف صعوȋة •
ʏࢭ وقانونيّاً طبيّاً مقبول غ؈ف أمر وɸو الȘܨݵيص، أو القرار اتخاذ لكيفية منطقياً ت؄فيراً يقدم لا (Black Box)

.[35] خبʋثة ɠأورام مع؈ن ɲسيج تصɴيف سȎب يفسر دليلاً يتطلب الذي السرʈري الȘܨݵيص

الفائقة قدرٮڈا بفضل الطبية الصور تحليل ʏࢭ أساسية أداة العميق التعلم نماذج أصبحت سبق، ما ʄعڴ بناءً
ʄإڲ النماذج لɺذه والفعال الآمن الانتقال فإن ذلك، ومع التعلم. وتلقائية المعقدة البصرʈة اݍݵصائص استخراج ʄعڴ
تفس؈ف وقابلية البيانات بجودة المرتبطة التحديات لɺذه اݍݨذرʈة بالمعاݍݨة مشروطاً يظل اݍݰقيقية السرʈرʈة التطبيقات

النماذج.
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الالتفافية الأعصاب شبكات 3 -1

ذات البيانات تحليل ʏࢭ المستخدمة العميق التعلم نماذج أɸم أحد (CNNs) الالتفافية الأعصاب شبɢات Ȗُعد
تصɴيف مثل متعددة مɺام ʏࢭ الكب؈فة فعاليْڈا أثبȘت وقد الأشعة. وصور الرقمية الطبية الصور خاصة العالية، الأȊعاد
تلقائيًا الɺرمية الم؈قات استخراج ʄعڴ الفائقة لقدرٮڈا نظرًا الرئة، وسرطان الثدي كسرطان الأورام وكشف الأɲܦݨة
ومɢلفة معقدة يدوʈة خصائص تصميم ʄإڲ اݍݰاجة دون اݍݵام البيانات من (Automated Feature Extraction)

.[28 ,24] زمنيًا
أظɺرت حيث اݍݰية؛ الɢائنات لدى البصري النظام من ʄمستوڌ ʏبيولوڊ مفɺوم ʄعڴ الشبɢات ɸذه Ȗعتمد
الدماغ أولية البصرʈة القشرة ʏࢭ العصȎية اݍݵلايا أن Torsten Wieselو David Hubel للعالم؈ن الرائدة الدراسات
ɸذا .(Receptive Fields) الاستقبالية'' ``اݍݰقول بـ Ȗُعرف البصري اݝݨال من ضيقة محلية لمنطقھ فقط Ȗستجيب
دمجɺا ثم ،ʄالأوڲ الطبقات ʏࢭ والزوايا اݍݰواف مثل أولاً الȎسيطة الأنماط باكȘشاف للشبكة ʇسمح البɴيوي ال؅فتʋب

.[36] التعقيد شديدة وɲسيجية ɸندسية أنماط لاستخراج عمقاً الأك؆ف الطبقات ع؄ف تدرʈجيًا
حيث ،(End-to-End Learning) الٔڈاية ʄإڲ الٔڈاية بطرʈقة التعلم ʄعڴ العالية بقدرٮڈا CNN شبɢات وتتم؈ق
اݍݵلفي الانȘشار خوارزمية ع؄ف الٔڈاǿي التصɴيف ناتج ʄإڲ المدخلة الصور من مباشر وȌشɢل ترابطياً النموذج تدرʈب يتم

.[16] الم؈قات استخراج ʏࢭ Ȋشري تدخل أي ودون (Backpropagation)

الالتفافية العصبية للشبكة الأساسية البنية 1 -3 -1

طبقات الالتفاف، طبقات رئʋسية: طبقات لثلاث منظم تتاȊع من CNN لشبɢات الأساسية البɴية تتɢون
بالɢامل. الموصولة بالطبقات وتɴتࢼܣ التجميع، وطبقات اللاخطية، التفعيل

الالتفاف طبقات 1 -1 -3 -1

ʏࢭ .CNN شبɢات ʏࢭ الأسا؟ۜܣ والمɢون الفقري العمود (Convolutional Layers) الالتفاف طبقات Ȗُعت؄ف
فوق بانتظام ت؇قلق (Filters / Kernels) بالمرܧݰات Ȗُعرف اݍݱݨم صغ؈فة مصفوفات تطبيق يتم الطبقات، ɸذه
(Fea- الم؈قات'' ``خرائط بـ ʇس׿ܢ ما عنھ يɴتج مما اݍݨمع، ʇعقّڈا نقطي ʏمصفوࢭ ضرب عمليات لإجراء المدخلة الصورة
الآخر والبعض اݍݰواف، بكشف يختص فبعضɺا مع؈ن؛ بصري نمط ʄعڴ ال؅فك؈ق ذاتياً يتعلم مرܧݳ ɠل .ture Maps)

.[37] الɴسيجية الصور ʏࢭ اݍݵبʋثة بالأورام المرتبطة المعقدة اݍݵلوʈة البۚܢ أو اݍݰيوʈة، الأɲܦݨة قوام يتعلم
الالتفاف: لطبقات الرئʋسية المكونات

معينة قيم ʄعڴ تحتوي (5×5 أو 3×3 (مثل صغ؈فة أȊعاد ذات مصفوفات :(Filters / Kernels) المرܧݰات •
والأشɢال. اݍݰواف مثل مختلفة أنماط لاستخراج Ȗستخدم Ȋعناية مختارة

فوق انزلاقھ عند المرܧݳ ٭ڈا يتحرك الۘܣ البكسلات عدد أو القفزة مقدار تحدد :(Stride) التحرʈك خطوة •
اݍݰسابية. الɢلفة وتخفيض الناتجة الم؈قات ݍݵرائط المɢانية الأȊعاد تقليل ʄإڲ Stride الـ قيمة زʈادة تؤدي الصورة.
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حدود حول (Zero-Padding صفرʈة بقيم (غالباً وɸمية بكسلات إضافة تتضمن تقنية :(Padding) اݍݰشو •
واݍݰفاظ المتكررة، الالتفاف عمليات Ȋعد للصورة المɢانية الأȊعاد تآɠل منع ʄإڲ اݍݰشو ٱڈدف المدخلة. الصورة

الأطراف. عند الموجودة المعلومات ʄعڴ

:[24] ʏالتاڲɠ الشبكة لرʈاضيات الأȊعاد ثنائية الالتفاف عملية عن التعب؈ف يمكن الرʈاعۜܣ: التمثيل

S(i , j ) = (I ∗K )(i , j ) =
M∑

m=−M

N∑
n=−N

I (i −m, j −n) ·K (m,n) (1 -1)

حيث:

.(Input Image) المدخلة للصورة الثنائية المصفوفة تمثل :I •

.(2M +1)× (2N +1) بأȊعاد (Kernel) المرܧݳ أوزان مصفوفة تمثل :K •

.(Feature Map) الم؈قات خرʈطة ʏࢭ (i , j ) الإحداثيات عند الناتجة القيمة تمثل :S(i , j ) •

المرܧݳ. لأȊعاد الداخلية اݍݰركية مؤشرات :m,n •

الصورة تفاعل :(CNN) الالتفافية العصȎية الشبɢات ʏࢭ الالتفاف عملية تمثيل .4 -1 شكل
.[24] الم؈قات خرʈطة لإنتاج المرܧݳ مع المدخلة

التفعيل طبقات 2 -1 -3 -1

عدد زاد مɺما خطية سȘبقى الشبكة فإن خطية، وجمع ضرب عمليات عن عبارة ʏۂ الالتفاف عملية أن بما
ʄإڲ (Non-linearity) اللاخطية اݍݵصائص لإضافة (Activation Layers) التفعيل طبقات دور يأȖي ɸنا طبقاٮڈا.

الطبية. الصور ʏࢭ التعقيد شديدة الرʈاضية الأنماط وتمثيل Ȗعلم من يمكنھ مما النموذج،
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استخداماً الأك؆ف الدالة (Rectified Linear Unit - ReLU) المܶݱݰة'' اݍݵطية ``الوحدة التفعيل دالة Ȗُعد
(Van- التدرج تلاءۜܣ مشɢلة ʄعڴ التغلب ʄعڴ وقدرٮڈا العالية اݍݰسابية لسرعْڈا نظرًا اݍݰديثة؛ الشبɢات ʏࢭ وشيوعاً
بالصيغة رʈاضياً ReLU دالة Ȗُعرف .[22] الموجبة للقيم ثابت تدرج ʄعڴ اݍݰفاظ ع؄ف ishing Gradient Problem)

التالية:

f (x) = max(0, x) (2 -1)

Ȗغي؈ف. دون ʏۂ كما الموجبة القيم ت؅فك بʋنما صفر، ʄإڲ الم؈قات خرʈطة ʏࢭ السالبة القيم ɠافة بتحوʈل الدالة تقوم حيث

التقليدية. بالدوال مقارنة (ReLU) المܶݱݰة اݍݵطية التفعيل دالة توضيح .5 -1 شكل

التجميع طبقات 3 -1 -3 -1

المɢانية الأȊعاد لتقليص ɠأداة وȖعمل التفعيل، طبقات Ȋعد عادةً (Pooling Layers) التجميع طبقات تأȖي
:ʏࢭ فعال Ȋشɢل التقليص ɸذا ʇساɸم محɢوم. بأسلوب الم؈قات ݍݵرائط (Spatial Downsampling)

.(Overfitting) التخصيص ʏࢭ الإفراط ظاɸرة يمنع مما الشبكة ʏࢭ اݍݰساȌي والوزن المعاملات عدد تقليل .1

الم؈قة ʄعڴ التعرف ʄعڴ قادرة يجعلɺا مما ،(Translation Invariance) ʏالانتقاڲ الثبات خاصية الشبكة منح .2
الطبية. الصورة داخل الدقيق موقعɺا عن النظر Ȋغض الɴسيجية

التجميع: طبقات أنواع أشɺر

ب؈ن من فقط القصوى القيمة واختيار تصفح نافذة تمرʈر ʄعڴ ʇعتمد :(Max Pooling) الأعظ׿ܣ التجميع •
والبۚܢ اݍݰواف مثل اݍݰادة اݍݵصائص إبراز ʏࢭ كفاءة الأك؆ف النوع وɸو النافذة، نطاق ضمن الواقعة البكسلات

البارزة.

داخل البكسلات ݍݨميع المتوسطة القيمة يمثل مخرجاً يقدم :(Average Pooling) المتوسط التجميع •
ɲعومة. أك؆ف م؈قات خرائط لإنتاج البɴيات Ȋعض ʏࢭ وʉُستخدم اݝݰدد، النطاق
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بالكامل الموصولة الطبقات 4 -1 -3 -1

.CNN شبɢات معمارʈة ʏࢭ اݍݵتامية المرحلة (Fully Connected Layers) بالɢامل الموصولة الطبقات تمثل
الأȊعاد متعددة الم؈قات خرائط تحوʈل يتم الموضعية، البصرʈة الم؈قات باستخراج والتجميع الالتفاف طبقات تقوم أن Ȋعد
بالɢامل الموصولة بالطبقة بالɢامل الشعاع ɸذا رȋط يتم .(Flattening) الȘسطيح عملية ع؄َْف البعد أحادي شعاع ʄإڲ

.[24] الٔڈاǿي القرار واتخاذ الم؈قات لدمج التقليدية العصȎية للشبɢات مشا٭ڈة بطرʈقة Ȗعمل الۘܣ (FC Layer)

تقع احتمالات ʄإڲ المستخرجة الرقمية القيم لتحوʈل (Softmax) التصɴيف دالة Ȗُستخدم الأخ؈فة، الطبقة ʏࢭ
ɸذه Ȗُستغل المثال، سȎيل ʄعڴ الثدي سرطان تصɴيف تطبيقات ʏࢭ الܶݰيح. الواحد ʇساوي ومجموعɺا [0,1] ب؈ن
الأورام أو (Benign) اݍݰميدة الأورام لفئة تاȊعة المأخوذة الɴسيجية العينة لɢون الإحصائية الاحتمالية لتحديد الطبقة
.(6 -1 (الشɢل انظر [38] للمرض التصɴيفية للبɴية تاȊعة تفصيلية بدقة الورم نوع لتحديد أو ،(Malignant) اݍݵبʋثة

. Tansorflow حزمة باستخدام التفافية عصȎية شبكة وتنفيذ بناء عن اك؆ف بتفصيل مثال 16 -3 المݏݰق ʇعرض

حۘܢ الإدخال من (CNN) الالتفافية العصȎية للشبكة المتɢامل البɴيوي العمل س؈ف .6 -1 شكل
الطۗܣ. التصɴيف قرار
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import tensorflow as tf

model = tf.keras.Sequential([
tf.keras.layers.Conv2D(32, (3,3), activation='relu',

input_shape=(64, 64, 3)),
tf.keras.layers.MaxPooling2D(pool_size=(2,2)),
tf.keras.layers.Conv2D(64, (3,3), activation='relu'),
tf.keras.layers.MaxPooling2D(pool_size=(2,2)),
tf.keras.layers.Flatten(),
tf.keras.layers.Dense(128, activation='relu'),
tf.keras.layers.Dense(10, activation='softmax') # 10 classes
])

model.compile(optimizer='adam', loss='categorical_crossentropy',
metrics=['accuracy'])

model.summary()

.Tansorflow حزمة باستخدام التفافية لشبكة Ȋسيط نموذج بناء .7 -1 شكل
السطور ʏࢭ فئات. 10 ʄإڲ يصنفɺا ثم والتجميع، الالتفاف ع؄ف الم؈قات النموذج ɸذا ʇستخرج
طبقة ɠل ʏࢭ المستخدمة الفلاتر عدد ʄاڲ 64 و 32 الارقام Ȗش؈ف tf.keras.layers.Conv2D

التفافية.

النسيجية الصور على الالتفافية الشبكات تطبيق 2 -3 -1

نظرًا الرقمية، الɴسيجية الصور تحليل ʏࢭ واسع نطاق ʄعڴ (CNNs) الالتفافية العصȎية الشبɢات Ȗُستخدم
والبحثية السرʈرʈة تطبيقاٮڈا أɸم ومن والأɲܦݨة. لݏݵلايا والبɴيوي البصري التعقيد مع التعامل ʄعڴ العالية لقدرٮڈا

:[23]

بؤر لتحديد آلياً الɴسيجية الشرائح فحص ʏࢭ الشبɢات Ȗساɸم حيث اقعɺا: مو وتحديد الأورام عن الكشف •
ʏࢭ اݍݰال ɸو كما المرعۜܣ، الȘشرʈح أطباء قِبل من المبذول اݍݨɺد الوقت من يقلل مما بدقة، السرطانية اݍݵلايا

.[39] الليمفاوʈة العقد ʏࢭ الثدي سرطان نقائل كشف

اݍݵلوʈة الأنوʈة اݍݵلايا، حدود وتحديد عزل ذلك وʉشمل :(Segmentation) الرق׿ܣ ʏسيڋɴال التقسيم •
تقدم لتقييم الأɸمية بالغ أمر وɸو البكسل، مستوى ʄعڴ بدقة اݍݰيوʈة والغدد ،(Nuclei Segmentation)

.[40] المرض

التمي؈ق ʄعڴ قدرٮڈا النماذج أثبȘت :(Grading & Classification) ودرجاٮڈا السرطانية الأنواع تصɴيف •
BreaKHis مثل عالمية بيانات مجموعات باستخدام (Malignant) واݍݵبʋثة (Benign) اݍݰميدة الأورام ب؈ن الدقيق

.[38]

والۘܣ الثدي لسرطان المعقدة الɴسيجية الأنماط ب؈ن الدقيق التمي؈ق ʄعڴ القدرة CNN شبɢات تمتلك ذلك، ʄعڴ علاوة
:[41] Ȗشمل
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حيث شيوعاً، الأك؆ف النوع وɸو :(Invasive Ductal Carcinoma - IDC) الغازي القنوات سرطان .1
اݝݨاورة. الأɲܦݨة لتغزو اللبɴية القنوات جدران السرطانية اݍݵلايا تخ؅فق

السرطان، قبل ما شرʈحة وɸو :(Ductal Carcinoma In Situ - DCIS) ʏالموضڥ القنوات سرطان .2
اݝݰيطة. الأɲܦݨة اخ؅فاق دون اݍݰليب قنوات داخل محصورة الطبيعية غ؈ف اݍݵلايا تظل حيث

الالتفافية العصبية الشبكات مزايا 3 -3 -1

:[16 ,24] أبرزɸا فرʈدة، بɴيوʈة خصائص عدة من الطۗܣ اݝݨال ʏࢭ تفوقɺا CNN شبɢات Ȗستمد

اݍݰاجة من تماماً النموذج يتخلص حيث :(Automated Feature Learning) للم؈قات التلقاǿي التعلم •
التفاصيل بɢافة الإحاطة ʏࢭ تفشل ما غالباً والۘܣ ،(Handcrafted Features) يدوʈاً اݍݵصائص ɸندسة ʄإڲ

اݍݰية. للأɲܦݨة المعقدة البصرʈة

Ȋغض الأورام أو اݍݵلوʈة الأنماط ʄعڴ التعرف ʄعڴ القدرة :(Translation Invariance) ʏالانتقاڲ الثبات •
الرʈاضية. الأوزان وȖشارك (Pooling) التجميع طبقات بفضل وذلك الصورة، داخل زاوʈْڈا أو موقعɺا عن النظر

دقة من تق؅فب باتت اݍݰديثة النماذج دقة أن الدراسات من العديد أظɺرت عالية: Ȗܨݵيصية دقة تحقيق •
.[39] المتكرر البصري الفحص مɺام Ȋعض ʏࢭ علٕڈم وتتفوق بل المتمرس؈ن، الȘشيخص أطباء

الشبكة ʄإڲ اݍݵام الصورة تدخل حيث :(End-to-End Training) الٔڈاية ʄإڲ الٔڈاية بطرʈقة التدرʈب •
الم؈قات استخراج مراحل وتɢامل داخلياً الأوزان بتحس؈ن للنموذج ʇسمح مما مباشرة، التصɴيف قرار وʈخرج

موحدة. معمارʈة ʏࢭ والتصɴيف

(Feature Hierarchy) الخصائص مستويات 4 -3 -1

تفكيك يتم حيث العميقة، CNN شبɢات تم؈ق الۘܣ السمات أɸم من للم؈قات الɺرمي التعلم خاصية Ȗُعد
:[42] ʏالتاڲɠ الشبكة طبقات ع؄ف وتراك׿ܣ ʏڋʈتدر Ȋشɢل اݍݵصائص واستخراج الصورة

اݍݰادة، اݍݰواف مثل والأساسية الȎسيطة الم؈قات باستخراج تختص :(Low-level Features) ʄالأوڲ الطبقات •
الموضعية. والزوايا اللونية، التدرجات اݍݵطوط،

Ȗعقيداً أك؆ف أنماط لتعلم ʄالأوڲ الطبقات م؈قات بدمج تقوم :(Mid-level Features) الوسطى الطبقات •
لݏݵلايا. الأولية الɺندسية والأشɢال الدائرʈة، التجمعات ،(Textures) ʏسيڋɴال القوام مثل

عالية دلالية تمثيلات لإنتاج السابقة اݍݵصائص وتدمج :(High-level Features) العميقة الطبقات •
المرتبطة المعقدة الك؄فى الɴسيجية البۚܢ ʄعڴ التعرف من الشبكة تمكن ،(Semantic Features) المستوى

اݍݵلوʈة. الأنوʈة وشذوذ اݍݰيوʈة الغدد ترتʋب مثل بالأورام،
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الۘܣ الطبية التطبيقات ʏࢭ خاصة التصɴيف، دقة وزʈادة اݍݰيوʈة البيانات تمثيل تحس؈ن ʏࢭ الɺرمي التدرج ɸذا ʇساɸم
دقيقاً. مجɺرʈاً فحصاً تتطلب

أبرزɸا: من الɴسيجية، الصور وخاصة الطبية، الصور تحليل ʏࢭ جوɸرʈة تحديات ɸناك تزال لا ذلك، ومع

(Gigapixel Whole-Slide Im- الɢاملة بالشرائح والمعروفة الأȊعاد وعملاقة اݍݱݨم كب؈فة الصور مع التعامل •
اݍݰاسوب. ذاكرة ʄإڲ مباشرة إدخالɺا يمكن لا والۘܣ ages - WSIs)

الأورام عينات ندرة (مثل البيانات مجموعات داخل (Class Imbalance) الفئات ب؈ن اݍݰاد التوازن اختلال •
الشاǿعة). الطبيعية بالأɲܦݨة مقارنة

الۘܣ المعاي؈ف معرفة الطبʋب ʄعڴ يصعب حيث ،(Black Box Challenge) النماذج تفس؈ف قابلية محدودية •
الٔڈاǿي. القرار لاتخاذ الشبكة إلٕڈا اسȘندت

مٔڈا: متقدمة، وɸندسية برمجية تقنيات عدة وتطوʈر اق؅فاح تم التحديات، ɸذه ʄعڴ وللتغلب

الرقع آلاف ʄإڲ الكب؈فة WSI الـ تقسيم يتم حيث :(Patch-based Analysis) رقع شɢل ʄعڴ الصور تحليل •
ثم ومن مستقل، Ȋشɢل علٕڈا الشبكة وتدرʈب لمعاݍݨْڈا بكسل) 256×256 (مثل القياسية الأȊعاد ذات الصغ؈فة

.[23] النتائج دمج

والمناطق الرقع ʄعڴ التلقاǿي بال؅فك؈ق للنموذج Ȗسمح والۘܣ :(Attention Mechanisms) الانȘباه آليات •
الأɲܦݨة أو اݍݵلفية المناطق تجاɸل مع السرطانية)، اݍݵلايا بؤر (مثل الȘܨݵيص ʏࢭ وتأث؈فاً أɸمية الأك؆ف الɴسيجية

.[43] للتفس؈ف وقابليتھ النموذج دقة ʇعزز مما المؤثرة، غ؈ف السليمة

البصرية المحولات 4 -1

لتحليل العميق التعلم ʏࢭ الاتجاɸات أحدث أحد (Vision Transformers – ViT) البصرʈة اݝݰولات تمثل
اݝݰولات بɴية تكييف تم حيث ،2021 سنة وزملائھ Dosovitskiy Alexey طرف من مرة لأول تقديمɺا تم وقد الصور،
ViT نماذج Ȗعتمد . الصور بيانات ʄعڴ لتطبيقɺا الطبيعية، اللغة معاݍݨة ʏࢭ أساسًا المستخدمة (Transformers)

ب؈ن (Long-range dependencies) المدى طوʈلة العلاقات نمذجة أجل من (Self-Attention) الذاȖي الانȘباه آلية ʄعڴ
Ȗعتمد الۘܣ (CNN) الالتفافية العصȎية للشبɢات خلافًا للصورة، العام السياق بفɺم ʇسمح مما الصورة، أجزاء مختلف

.[44] اݝݰلية العمليات ʄعڴ أسا؟ۜܣ Ȋشɢل
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الرؤية لمحول الأساسية المكونات 1 -4 -1

الرقع تمثيل 1 -1 -4 -1

وتحوʈلɺا Ȗسطيحɺا يتم ثم بكسل)، 16×16 (مثل ثابت ݯݨم ذات (Patches) رقع ʄإڲ الصورة تقسيم يتم
لȘسلسل مشا٭ڈة بيانات كسلسلة معɺا التعامل يتم بحيث الأȊعاد، ʏعاڲ فضاء ʏࢭ (Embeddings) عددية متجɺات ʄإڲ

.[44] النصوص ʏࢭ الɢلمات

الموضعي الترميز 2 -1 -4 -1

(Posi- ʏموضڥ ترم؈ق إضافة يتم ،ʏطبيڥ Ȋشɢل الاعتبار Ȋع؈ن البيانات ترتʋب تأخذ لا اݝݰولات بɴية لأن نظرًا
المɢانية البɴية ʄعڴ اݍݰفاظ ʄعڴ النموذج ʇساعد مما الصورة، داخل رقعة لɢل المɢاɲي الموقع لتمثيل tional Encoding)

[44]

المحول المشفّر 3 -1 -4 -1

الرؤوس متعدد الذاȖي الانȘباه آلية Ȗشمل طبقات عدة من (Transformer Encoder) اݝݰول المشفر يتɢون
بالتقاط للنموذج ʇسمح مما ،(Feed Forward Networks) أمامية Ȗغذية Multi-Head)وشبɢات Self-Attention)

.[44] شامل Ȋشɢل الصورة أجزاء جميع ب؈ن العلاقات

التصنيف رأس 4 -1 -4 -1

ʄيتوڲ حيث الرؤʈة، محولات معمارʈة ʏࢭ واݝݰوري اݍݵتامي المɢون (Classification Head) التصɴيف رأس ʇُعد
التمثيل ʄعڴ اعتمادًا متعددة)، فئات ʄإڲ الɴسيجية الصور تصɴيف مثل الٔڈائية واݝݵرجات التɴبؤات إنتاج مسؤولية

.[44] المشفّر من المستخرج الٔڈاǿي

الأنسجة وتحليل الطبي التصوير في الرؤية محولات 2 -4 -1

القيود تخطي ʄعڴ الفرʈدة قدرٮڈا بفضل واعدة طفرة ViT نماذج أحدثت الرق׿ܣ، الطۗܣ التصوʈر مجال ʏࢭ
(Global Context) العال׿ܣ السياق وتحليل نمذجة ʄعڴ القدرة تمتلك حيث التقليدية؛ الالتفافية للشبɢات المɢانية
(Histopathological الɴسيجية الصور مع التعامل عند بالغة أɸمية الأمر ɸذا يكȘسب .ʄالأوڲ الطبقات منذ للصورة
ݵمة وܷ شاسعة مɢانيّة مساحات ʄعڴ وممتدة للغاية، معقدة وɴȋيوʈة خلوʈة أنماط ʄعڴ باحتوا٬ڈا تتم؈ق الۘܣ Images)

.[45]
:[28 ,45] ʏيڴ ما تحقيق ʏࢭ فعال Ȋشɢل النماذج ɸذه Ȗساɸم ،ʏسيڋɴال والȘشرʈح الرق׿ܣ الأمراض علم سياق ʏوࢭ

(Tumor Microenvironment) للورم الدقيقة البʋئة فحص ʄعڴ القدرة الممتدة: الɴسيجية الأنماط تحليل •
اݍݵلوʈة. للأشɢال الدقيقة التفاصيل فقدان دون واسعة مساحات ع؄ف
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التفاعل مثل للورم، اݝݵتلفة البɴيوʈة المɢونات ب؈ن والذɠي التلقاǿي الرȋط المدى: Ȋعيدة المɢانية العلاقات فɺم •
مؤشرات يوفر مما ،(Tumor-Infiltrating Lymphocytes) المتغلغلة المناعية واݍݵلايا السرطانية اݍݵلايا ب؈ن

الأɸمية. بالغة إنذارʈة

الɢاملة الɴسيجية للشرائح ʏالآڲ والفرز التصɴيف كفاءة رفع آلياً: الطۗܣ الȘܨݵيص وموثوقية دقة تحس؈ن •
.[28] المرعۜܣ التحليل لأطباء البصري الإجɺاد عن الناتجة الȎشري اݍݵطأ معدلات وتخفيض ،(WSIs)

.[44] الرؤʈة محول لنموذج العامة البɴية .8 -1 شكل

الرؤية محولات مزايا 3 -4 -1

مٔڈا: المزايا من مجموعة الرؤʈة محولات توفر

واحد وقت ʏࢭ الصورة أجزاء جميع برȋط الانȘباه آلية Ȗسمح للصورة: العال׿ܣ السياق نمذجة •

[44] CNN من أفضل أو مماثلة نتائج تحقق تنافؠۜܣ: أداء •

[45] النموذج وݯݨم البيانات ݯݨم زʈادة مع الأداء يتحسن التوسع: قابلية •

القيود 4 -4 -1

مٔڈاز القيود مجموعة الرؤʈة محولات من يحد

الالتفافية بالشبɢات مقارنة كب؈فة حسابية موارد ʄإڲ اݍݰاجة •

جيد أداء لتحقيق ܷݵمة بيانات مجموعات ʄعڴ الاعتماد •
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[45] النموذج و୒عدادات (Patch Size)الرقع ݯݨم لاختيار اݍݰساسية •

المرتبطة القيود أن إلا للصورة، العام السياق فɺم ʏࢭ البصرʈة اݝݰولات تقدمɺا الۘܣ الكب؈فة المزايا من الرغم ʄعڴ
والعالمية اݝݰلية اݍݵصائص من الاستفادة ٭ڈدف ،ViTو CNN ب؈ن تجمع ݠݨينة نماذج ظɺور ʄإڲ أدت واݍݰوسبة بالبيانات
والأداء. 3]. اݍݵصائص حيث من النماذج ɸذه ب؈ن مقارنة (1) اݍݨدول ݳ ّܷ يو كما الطبية التطبيقات ʏࢭ خاصة واحد، آن ʏࢭ

المكانية التغيرات تجاه الثبات 5 -1

البصرʈة الأنماط نفس ʄعڴ التعرّف ʄعڴ النموذج قدرة ʄإڲ (Spatial Invariance) المɢاɲي الثبات خاصية Ȗش؈ف
(Flipping) الاɲعɢاس أو (Rotation) (Translation)رʈالتدو ال؅فجمة مثل الصورة، داخل اتجاɺɸا أو موقعɺا عن النظر Ȋغضّ
(Histopathological Images) الɴسيجية الصور خاصة الطبية، الصور تحليل ʏࢭ أساسية اݍݵاصية ɸذه Ȗُعد
تتمتع الۘܣ النماذج فإن ،ʏالتاڲȋو منتظمة. غ؈ف وȋاتجاɸات مختلفة مواقع ʏࢭ الورمية أو اݍݵلوʈة البۚܢ تظɺر أن يمكن حيث

سابقًا. مرئية وغ؈ف جديدة بيانات مع التعامل عند التعميم ʄعڴ قدرة أك؆ف تɢون المɢاɲي الثبات من عالية بدرجة
بئڈا: من عوامل، عدة ʄعڴ اݍݵاصية ɸذه Ȗعتمد

عمليات بفضل المɢاɲي الثبات من طبيعية درجة (CNN) الالتفافية العصȎية الشبɢات توفر حيث النموذج: بɴية •
(Pooling) والتجميع الالتفاف

اݝݵتلفة. التغ؈فات مع التعامل ʄعڴ النموذج قدرة زادت البيانات، تنوع زاد ɠلما التدرʈب: بيانات وتنوع ݯݨم •

الرؤʈة ومحولات الالتفافية الشبɢات ب؈ن مقارنة .1 -1 جدول

(ViT) البصرʈة اݝݰولات (CNN) الالتفافية الشبɢات المعيار
لفɺم الذاȖي الانȘباه آلية ʄعڴ Ȗعتمد

الصورة أجزاء ب؈ن العلاقات
الالتفاف عمليات ʄعڴ Ȗعتمد

اݝݰلية اݍݵصائص لاستخراج
العمل آلية

ɠامل (سياق عالمية خصائص
للصورة)

قوام) (حواف، محلية خصائص اݍݵصائص نوع

مباشرة المدى Ȋعيدة العلاقات تفɺم العلاقات لفɺم طبقات عدة تحتاج
البعيدة

السياق فɺم

للتدرʈب كب؈فة بيانات تحتاج ɲسȎيًا قليلة بيانات مع جيدًا Ȗعمل البيانات ʄإڲ اݍݰاجة
كب؈فة موارد وتتطلب Ȗعقيدًا أك؆ف حسابيًا تɢلفة أقل اݍݰساȌي التعقيد

المعقدة الأنماط فɺم ʏࢭ فعالة التفاصيل استخراج ʏࢭ فعالة
الدقيقة

الɴسيجية الصور ʏࢭ الأداء

كب؈فة بيانات توفر عند أفضل اݝݰدودة البʋئات ʏࢭ جيدة التعميم قابلية
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الفصل

الثاني



التجريبي الإعداد

الثاني الفصل

العميق، والتعلم ʏالاصطناڤ الذɠاء تقنيات ʏࢭ التقدم بفضل مȘسارعًا تطورًا الطۗܣ الȘܨݵيص مجال ʇشɺد
أنواع أك؆ف من الثدي سرطان وʉُعد .[8] مٔڈا المعقدة الأنماط واستخراج الطبية الصور تحليل ʏࢭ كفاءٮڈا أثبȘت الۘܣ
ʏࢭ المساعدة ʄعڴ قادرة حاسوȋية أنظمة تطوʈر يجعل الذي الأمر العالم، مستوى ʄعڴ الɴساء ب؈ن شيوعًا السرطان

.[2] كب؈فة أɸمية ذا موضوعًا وسرعة بدقة Ȗܨݵيصھ
الثدي، سرطان Ȗܨݵيص ʏࢭ المعتمدة الوسائل أɸم من اݝݨɺري الفحص عن الناتجة الɴسيجية الصور وȖُعد
نظرًا وجɺدًا، وقتًا وʉستغرق كب؈فة خ؄فة يتطلب تحليلɺا أن إلا والأɲܦݨة، اݍݵلوʈة البɴية حول دقيقة معلومات توفر إذ
تجاوز ʏࢭ العميق التعلم تقنيات أسɺمت وقد المرضية. الأنماط Ȋعض ب؈ن والȘشابھ الɴسيجية اݍݵصائص ʏࢭ الكب؈ف للتنوع
ʏࢭ الدقة من عالية مستوʈات وتحقيق المم؈قة لݏݵصائص ʏالآڲ التعلم ʄعڴ قدرٮڈا خلال من التحديات ɸذه من العديد

التصɴيف. مɺام
الثناǿي التصɴيف ʏࢭ العميق التعلم نماذج من مجموعة أداء تقييم ʄإڲ الدراسة ɸذه ٮڈدف ذلك، من وانطلاقًا
للصور المسبقة المعاݍݨة تقنيات Ȋعض تأث؈ف دراسة مع خبʋثة، وأورام حميدة أورام ʄإڲ الɴسيجية الثدي سرطان لصور
المستخدمة، البيانات مجموعة وصف من بدءًا الدراسة، ʏࢭ المعتمدة المنݤݨية الفصل ɸذا وȘʈناول النماذج. ɸذه كفاءة ʄعڴ
الأداء تقييم بمقايʋس وانْڈاءً تدرʈّڈا، وآلية المعتمدة النماذج عرض ثم البيانات، و୒عداد المسبقة المعاݍݨة بمراحل مرورًا

النتائج. ب؈ن للمقارنة المستخدمة
،ʏسيڋɴال الأمراض علم مجال ʏࢭ المستخدمة البيانات مجموعات أشɺر 2 .1 اݍݨدول ݳ يوܷ السياق، ɸذا ʏوࢭ

اݝݵتلفة. التصɴيف نماذج وتقييم لتطوʈر ɠأساس Ȗُعتمد والۘܣ
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ʏࢭ الثدي سرطان لȘܨݵيص ʏسيڋɴال الأمراض علم بيانات مجموعات مقارنة .1 -2 جدول
اݍݰديثة الدراسات

المراجع القيود المزايا فئة لɢل التوزʉع الصور عدد الفئات عدد البيانات مجموعة
[47 ,46] تنوع محدودية

الوسائط
الدقة عالية صور
للتحليل مناسبة

الدقيق

(5,429) M ,(2,480) B 7,909 2 BreakHis

[47 ,48] صغ؈ف بيانات ݯݨم
جداً

المتانة تحس؈ن
الأنماط Ȗعلم ʏࢭ

الفرعية

(49) B ,(113) M 162 2 BreCaHAD

[52 ,51 ,50 ,49] ʏࢭ التغ؈ف محدودية
الواقعية البيانات

متعدد تصɴيف
لعلم الفئات

ʏسيڋɴال الأمراض

INV INS, B, N, 400 4 BACH2018

[56 ,55 ,54 ,53] صغ؈ف بيانات ݯݨم الانقسام كشف
(Mitotic اݍݵلوي

figures)

متغ؈ف 1,000 2 MITOS-ATYPIA

[58 ,57] مرتفعة حسابية تɢلفة انتقال كشف
العقد ʏࢭ السرطان

اللمفاوʈة

NMT MT, 400 2 CAMELYON16

[53 ,54] الفئات توازن عدم كب؈فة مجموعة
التعميم لتعزʈز

NMT MT, 327,680 2 PCAM

[51 ,60 ,59] مستوى ʄعڴ غموض
(Patch-level) المقاطع

كشف متانة تحس؈ن
القنوات سرطان

IDC- IDC+, 277,524 2 IDC

[61] ȊسȎب التعميم ضعف
اݍݱݨم صغر

الانقسام كشف
اݍݵلوي

NMI MI, 150 2 Mitosis/Non-mitosis

1 -2 السابق اݍݨدول ʏࢭ المستخدمة الاختصارات .2 -2 جدول

المعۚܢ بالانجل؈قية المعۚܢ الاختصار
حميد ورم Benign B
خبʋث ورم Malignant M

ʏطبيڥ ɲسيج Normal N
ʏموضڥ سرطان In Situ Carcinoma INC

غازي سرطان Invasive Carcinoma INV
السرطان انȘشار Metastasis MT

السرطان انȘشار عدم Non-Metastasis NMT
الغازي القنوات سرطان وجود Presence of Invasive Ductal Carcinoma IDC+

الغازي القنوات سرطان وجود عدم Absence of Invasive Ductal Carcinoma IDC-
اݍݵلايا انقسام Mitosis MI

اݍݵلايا انقسام عدم Non-Mitosis NMI
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العمل منهجية 1 -2

قاعدة باستخدام الɴسيجية الثدي سرطان صور لتصɴيف العميق التعلم ʄعڴ قائماً إطاراً نق؅فح العمل ɸذا ʏࢭ
للمعاݍݨة مختلفة تقنيات تأث؈ف تحت عميق Ȗعلم نماذج عدة وتقييم تصميم ʄإڲ العمل ɸذا ٱڈدف BreakHis بيانات
BreakHis بيانات قاعدة اعتماد يتم البداية، ʏࢭ مȘسلسلة. مراحل عدة من المق؅فحة المنݤݨية تتɢون للصور. المسبقة
مجموعة تطبيق يتم ذلك، Ȋعد الثدي. لسرطان واݍݵبʋثة اݍݰميدة اݍݰالات تمثل الۘܣ الɴسيجية للصور رئʋؠۜܣ كمصدر
الصور التقنيات ɸذه وȖشمل الم؈قات. استخراج عملية وȖعزʈز الصور جودة تحس؈ن ٭ڈدف المسبقة المعاݍݨة تقنيات من
اݍݨمع ʄإڲ بالإضافة ،(Stain Normalization) الصبغات تطبيع (CLAHE)، اݝݰدود التباين تحس؈ن تقنية الأصلية،
دقيق تقييم لضمان واختبار تحقق ومجموعة تدرʈب مجموعة ʄإڲ وتقسيمɺا البيانات تنظيم يتم ثم الطرʈقت؈ن. ب؈ن
Visionو DenseNet201و InceptionV3 :ʏوۂ العميق التعلم من نماذج ثلاثة تدرʈب يتم ذلك، Ȋعد للنماذج. وموثوق
الإيجابية الدقة (Accuracy) الدقة مثل مقايʋس عدة باستخدام النماذج أداء تقييم يتم أخ؈فاً، Transformer (ViT)

المسبقة المعاݍݨة سʋنارʈوɸات مختلف تحت النماذج أداء مقارنة أجل من وذلك ، (Recall)، الاس؅فجاع (Precision)

البيانات 2 -2

النموذج دقة ʄعڴ المباشر لتأث؈فɸا نظرًا العميق، التعلم نماذج بناء ʏࢭ أساسيًا عنصرًا البيانات مجموعة Ȗُعد
البيانات مجموعات أك؆ف من ʏوۂ [6] BreakHis البيانات مجموعة استخدام تم الدراسة، ɸذه ʏࢭ التعميم. ʄعڴ وقدرتھ
تم مرʈضًا، 82 من مأخوذة مجɺرʈة صورة 7,909 ʄعڴ تحتوي الɴسيجية. الثدي سرطان صور تصɴيف ʏࢭ اعتمادًا
تم مختص؈ن. طرف من الȘܨݵيص تأكيد مع (H&E) تقنية باستخدام وصبغɺا (Biopsy) اݍݵزعة ع؄ف علٕڈا اݍݰصول
اݍݵلايا مستوى ʄعڴ خصائص باستخراج ʇسمح مما و400×، ،×200 ،×100 ،×40 تكب؈ف: درجات بأرȌع الصور التقاط

التصɴيف. دقة يحسن ما وɸو (Tissue-level) الɴسيج مستوى ʄوعڴ (Cell-level)

البيانات تصنيف 1 -2 -2

اݍݰميدة الأورام ɸما رئʋسʋت؈ن، فئت؈ن ʄإڲ الثدي سرطان لصور الثناǿي التصɴيف ʄعڴ الدراسة ɸذه اعتماد رغم
كما تݏݵيصɺا وʈمكن مختلفة، فرعية ɲسيجية أنواع عدة تضم فئة ɠل أن إلا ،(Malignant) اݍݵبʋثة والأورام (Benign)

:ʏيڴ

:(Benign) اݍݰميدة الأورام

Adenosis •

Fibroadenoma •

Phyllodes Tumor •

Tubular Adenoma •

:(Malignant) اݍݵبʋثة الأورام

Ductal Carcinoma •

Lobular Carcinoma •

Mucinous Carcinoma •

Papillary Carcinoma •
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التصɴيف ʄإڲ التطرق دون فقط، واݍݵبʋثة اݍݰميدة الأورام ب؈ن التمي؈ق ʄعڴ الدراسة ɸذه ɸدف يقتصر ذلك، ومع
الفرعية. الɴسيجية للأنواع الفئات متعدد

BreakHis بيانات مجموعة مݏݵص .3 -2 جدول

المرعۜܢ اݝݨموع خبʋثة أورام حميدة أورام التكب؈ف
حليمية مخاطية فصيصية قنوʈة أنبوȋية فيلودية ليفية غددية

24 1995 145 205 156 864 149 109 253 114 ×40
2081 142 222 170 903 150 121 260 113 ×100
2013 135 196 163 896 140 108 264 111 ×200
1820 138 169 137 788 130 115 237 106 ×400

82 82 6 9 5 38 7 3 10 4 المرعۜܢ عدد

البيانات تقسيم 2 -2 -2

بصورة أدائھ وتقييم النموذج تدرʈب ٭ڈدف أساسية مجموعات ثلاث ʄإڲ BreakHis بيانات مجموعة تقسيم تم
التالية: الɴسب وفق وذلك موثوقة،

70% :(Training Set) التدرʈب مجموعة •

15% :(Validation Set) التحقق مجموعة •

15% :(Test Set) الاختبار مجموعة •

لسرطان الɴسيجية الصور من المم؈قة اݍݵصائص واستخراج النموذج لتعليم التدرʈب مجموعة استُخدمت
(Hyper- الفائقة الوسائط وضبط التدرʈب عملية أثناء النموذج أداء لمراقبة التحقق مجموعة استُخدمت ح؈ن ʏࢭ الثدي،
انْڈاء Ȋعد للنموذج الٔڈاǿي الأداء لتقييم خُصصت فقد الاختبار مجموعة أما نموذج. أفضل واختيار parameters)

رؤʈْڈا. للنموذج ʇسبق لم بيانات باستخدام وذلك التدرʈب، عملية
يȘيح كما ،(Overfitting) التعلّم ʏࢭ الإفراط خطر وتقليل التقييم موثوقية تحس؈ن ʄعڴ التقسيم ɸذا ʇساعد

جديدة. بيانات مع التعامل عند (Generalization) التعميم ʄعڴ النموذج قدرة قياس

للبيانات المسبقة المعالجة 3 -2
توافق لضمان المسبقة المعاݍݨة خطوات من مجموعة تنفيذ تم العميق، التعلم نماذج ʄإڲ البيانات إدخال قبل
(Image Resizing) الصور أȊعاد توحيد تم المدخلة. البيانات جودة وتحس؈ن مسبقًا المدرȋة النماذج متطلبات مع الصور
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ضرورʈًا الإجراء ɸذا وʉُعد الدراسة. ɸذه ʏࢭ مستخدمة التفافية عصȎية شبكة بɢل اݍݵاصة الإدخال أݯݨام مع لتȘناسب
.[62] والاختبار التدرʈب مرحلۘܣ أثناء ثابتة أȊعاد ذات صورًا تتطلب العصȎية الشبɢات معظم لأن

:ʏيڴ كما نموذج ɠل لمتطلبات وفقًا البيانات ٮڈيئة تمت وعليھ

.[63] بكسل 299×299 بݲݨم صور ʄعڴ Ȗعتمد :InceptionV3 •

.[64] بكسل 224×224 بݲݨم صور ʄعڴ Ȗعتمد :DenseNet201 •

وفق patches ʄإڲ تقسيمɺا مع بكسل 224×224 ݯݨم ʄإڲ الصور تكييف يتم :(ViT) Transformer Vision •
.[32] النموذج آلية

المعلومات فقدان لتفادي للصور البصرʈة اݍݵصائص ʄعڴ الإمɢان قدر اݍݰفاظ مع التݲݨيم إعادة عملية تمت
استقرار تحس؈ن ʏࢭ اݍݵطوة ɸذه Ȗساɸم .(Histopathological structures) الɴسيجية بالأɲܦݨة المرتبطة المɺمة

الصور. وأȊعاد مصادر اختلاف عن الناتج التباين وتقليل التدرʈب عملية

المتقدمة المسبقة المعالجة خطوات 1 -3 -2

الفحص صور جودة لتحس؈ن المسبقة المعاݍݨة خطوات من سلسلة تطبيق تم الصور، ݯݨم توحيد Ȋعد
التصوʈر. وظروف الصبغات اختلاف عن الناتجة الȘشوɸات وتقليل (Histopathological Images) ʏسيڋɴال

محليا التباين تحسين 1 -1 -3 -2

وضوح Ȗعزʈز ʄإڲ ٮڈدف حيث الɴسيجية، الصور معاݍݨة ʏࢭ الأساسية اݍݵطوات من التباين تحس؈ن مرحلة Ȗُعد
أو الإضاءة تفاوت ȊسȎب واܷݰة غ؈ف تɢون قد الۘܣ (Cellular Structures) اݍݵلوʈة البɴية داخل الدقيقة التفاصيل

الأصلية. الصورة ʏࢭ التباين انخفاض
Contrast Limited Adaptive Histogram Equalization ʏاݝݰڴ التباين تحس؄ن تقنية استخدام تم
الصورة تقسيم ʄعڴ التقنية ɸذه Ȗعتمد التقليدية. الʋɺستوغرام Ȗسوʈة طرʈقة من مطورة ɲܦݵة ʏوۂ [65] (CLAHE)
مما منطقة، ɠل ʄعڴ مستقل Ȋشɢل الʋɺستوغرام Ȗسوʈة تطبيق ثم ،(Tiles) الصغ؈فة اݝݰلية المناطق من مجموعة ʄإڲ

الصورة. أجزاء مختلف ʏࢭ الدقيقة التفاصيل و୒براز ʏاݝݰڴ التباين بتحس؈ن ʇسمح
Ȗعتمد المفرط، التباين تحس؈ن عن تɴتج قد الۘܣ (Noise Amplification) الضوضاء تܸݵيم مشɢلة ولتجنب
ʄعڴ ذلك وʉساعد منطقة. ɠل داخل التباين Ȗعزʈز مقدار من يحد والذي ،Clip Limit بـ ʇُعرف معامل ʄعڴ CLAHE

للصورة. ʏالطبيڥ المظɺر ʄعڴ اݍݰفاظ مع المɺمة التفاصيل وضوح تحس؈ن
انتقال لضمان (Interpolation) الاسȘيفاء تقنيات باستخدام دمجɺا يتم اݝݰلية، المناطق جميع معاݍݨة Ȋعد

:ʏࢭ CLAHE تقنية Ȗساɸم لذلك، نȘيجة بئڈا. واܷݰة حدود ظɺور وتجنب اݝݵتلفة المناطق ب؈ن سلس

الدقيقة. الɴسيجية وال؅فاكيب اݍݵلايا حدود إبراز •

الضعيف. التباين ذات المناطق وضوح تحس؈ن •
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الصورة. داخل الإضاءة تجاɲس عدم تأث؈ف من اݍݰد •

العميق. التعلم نماذج ʄإڲ المدخلة الصور جودة تحس؈ن •

بصورة (Feature Extraction) الم؈قات استخراج ʄعڴ النماذج قدرة Ȗعزʈز ʏࢭ CLAHE استخدام ʇُسɺم ،ʏالتاڲȋو
طرʈقة تطبيق نتائج 1 -2 الشɢل ʇعرض الɴسيجية. الصور ʏࢭ التصɴيف أداء ʄعڴ إيجابًا ينعكس قد الذي الأمر دقة، أك؆ف
تاث؈ف الدراسة. قيد البيانات قاعدة من عشوائيا مأخوذة الثدي لسرطان ɲسيجية صور ثلاث ʄعڴ ʏاݝݰڴ التباين تحس؈ن

.2 -2 الشɢل ʏࢭ من ʏجڴ ɸو كما المعاݍݨة وȌعد قبل الشدة توزʉع توسع خلال من وكذلك بصرʈا جليا المعاݍݨة ɸذه

الأصلية (ج) الأصلية (ب) الأصلية (ا)

CLAHE بعد ج (و) CLAHE بعد ب (ه ) CLAHE بعد أ (د)

باستخدام التباين تحس؈ن Ȋعد والصور الأصلية الɴسيجية الصور ب؈ن مقارنة .1 -2 شكل
CLAHE
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الأصلية (ج) الأصلية (ب) الأصلية (ا)

CLAHE بعد ج (و) CLAHE بعد ب (ه ) CLAHE بعد أ (د)

CLAHE بتقنية المعاݍݨة وȌعد قبل اللونية الشدة توزʉع مقارنة .2 -2 شكل

الألوان توحيد 2 -1 -3 -2

مݏݰوظة فروقات توجد قد إذ المرضية، الɴسيجية الصور تحليل ʏࢭ التحديات أبرز من التلوʈن اختلاف ʇُعد
العميق التعلم نماذج أداء ʄعڴ سلبًا يؤثر قد ما وɸو المرضية، الفئة لنفس التاȊعة العينات ب؈ن حۘܢ الصبغة مظɺر ʏࢭ

.[67 ,66] التعميم ʄعڴ قدرٮڈا من وʈقلل
٭ڈدف المسبقة المعاݍݨة خطوات من كخطوة Reinhard بطرʈقة الألوان تطبيع تطبيق تم المشɢلة، ɸذه لمعاݍݨة
فضاء ʄإڲ RGB الألوان فضاء من الصور تحوʈل ʄعڴ الطرʈقة ɸذه Ȗعتمد .[67] الɴسيجية للصور اللوɲي التوزʉع توحيد

.[67] فعالية أك؆ف لوɲي ضبط بإجراء ʇسمح مما اللونية، المعلومات عن الإضاءة شدة فصل يتم حيث Lab،
مرجعية صورة مع المعياري) والانحراف (المتوسط لونية قناة لɢل الإحصاǿي التوزʉع مطابقة تتم ذلك، Ȋعد
.[66 ,67] الصور التقاط وظروف الصبغ بروتوɠولات اختلاف عن الناتج التباين من يقلل مما خطي، تحوʈل باستخدام
متانة Ȗعزز أن يمكن كما بالألوان، المرتبط التح؈ق وتقليل البيانات، اȖساق تحس؈ن ʏࢭ العملية ɸذه Ȗُسɺم
ʇعرض .[66] الطبية بالمعلومة المرتبط غ؈ف الألوان اختلاف عن الناتج التح؈ق وتقليل التعميم ʄعڴ وقدرتھ النموذج

السابقة. الصور ʄعڴ الاوان تطبيع عملية تطبيق 3 -2 الشɢل
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الأصليةالأصلية (ج) lالأصلية (ب) الأصلية (ا)

المرجعية الصورة (د)

Normalized (ز) Normalized (و) Normalized (ه )

مرجعية صورة باستخدام التلوʈن تطبيع .3 -2 شكل

الصبغة وتطبيع المحلي التباين تحين تقنيتي دمج 3 -1 -3 -2

الصبغة توحيد تقنيۘܣ ب؈ن تجمع مقارȋة اعتماد تم التدرʈب، مرحلة قبل الɴسيجية الصور جودة لتحس؈ن
الاختلافات تقليل ʄإڲ المعاݍݨة ɸذه ٮڈدف (CLAHE). اݝݰدود ʏالموضڥ التباين وتحس؈ن (Stain Normalization)
البداية، ʏࢭ الصورة. داخل الدقيقة البۚܢ وضوح Ȗعزʈز مع الɴسيجية، الشرائح ب؈ن الصبغ تباين عن الناتجة اللونية
CLAHE تقنية Ȗُستخدم ثم تجاɲسًا، أك؆ف وجعلɺا للصور اللونية اݍݵصائص لتوحيد Normalization Stain تقنية تُطبق
ʏࢭ الدمج ɸذا أسɺم الصورة. جودة ʄعڴ المفرط التأث؈ف دون الدقيقة الɴسيجية التفاصيل و୒ظɺار ʏاݝݰڴ التباين لتحس؈ن
InceptionV3 مثل العميقة النماذج وʉساعد التعلم لمرحلة ملاءمة أك؆ف بيانات يوفر مما واستقرارًا، وضوحًا أك؆ف صور إنتاج

.ʄأعڴ بكفاءة المɺمة اݍݵصائص استخراج ʄعڴ DenseNet121و
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Normalization Stain (ج) Normalization Stain (ب) Normalization Stain (ا)

Normalization Stain (و)
CLAHE +

Normalization Stain (ه )
CLAHE +

Stain (د)
+ Normalization

CLAHE

Normalization) (Stain توحيدالألوان تطبيق Ȋعد الɴسيجية الصور ب؈ن مقارنة .4 -2 شكل
باستخدام التباين وتحس؈ن الألوان Ȗسوʈة ب؈ن تجمع الۘܣ الݤݨينة المعاݍݨة تطبيق Ȋعد الناتجة والصور

CLAHE

بالنقل التعلم 2 -3 -2

الاستفادة ʄعڴ ʇعتمد حيث العميق، التعلم مجال ʏࢭ المɺمة التقنيات من (Learning Transfer) بالنقل التعلم ʇُعد
مما صلة، ذات جديدة مɺمة ʄعڴ وتطبيقɺا كب؈فة بيانات مجموعة ʄعڴ مسبقًا تدرʈبھ تم نموذج من المكȘسبة المعرفة من

.[68] التدرʈب ووقت البيانات من كب؈فة كميات ʄإڲ اݍݰاجة من يقلل
تضم والۘܣ ،ImageNet مثل ܷݵمة بيانات قواعد ʄعڴ مسبقًا مدرȋة نماذج استخدام ʄعڴ التقنية ɸذه Ȗعتمد
والۘܣ والأشɢال، والأɲܦݨة اݍݰواف مثل للصور العامة اݍݵصائص استخراج النماذج ɸذه Ȗعلمت وقد الصور. ملاي؈ن

.[69] الطۗܣ التصوʈر مجال ʏࢭ سيما لا أخرى، تطبيقات ʏࢭ استخدامɺا إعادة يمكن
الطبقات تجميد تم حيث مسبقًا، المدرȋة النماذج مع بالنقل التعلم اس؅فاتيجية استخدام تم الدراسة، ɸذه ʏࢭ
التصɴيف طبقة ʄعڴ الإبقاء مع السابق، التدرʈب من المكȘسبة العامة اݍݵصائص استخراج عن المسؤولة الأساسية
BreakHis. بيانات قاعدة من الثدي سرطان صور تصɴيف مɺمة مع يȘناسب بما الضبط و୒عادة للتدرʈب قابلة فقط الأخ؈فة
التوافق الفرط او التعلم فرط خطر تقليل مع للنموذج السابقة المعرفة من الاستفادة ʄعڴ الاس؅فاتيجية ɸذه وȖساعد

.[70] التدرʈب سرعة وتحس؈ن (Overfitting)
خاصة شيوعًا، بالنقل التعلم أساليب أك؆ف من الٔڈائية الطبقات تدرʈب و୒عادة ʄالأوڲ الطبقات تجميد وʉُعد
مختلف ʄعڴ تطبيقɺا يمكن عامة خصائص تتعلم ʄالأوڲ الطبقات إن إذ محدودًا، المتاحة البيانات ݯݨم يɢون عندما

.[24] اݍݨديدة المɺمة مع الأخ؈فة الطبقات تتكيف بʋنما الصور، أنواع
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نموذج من المكȘسبة المعرفة نقل يتم حيث بالنقل، التعلم لآلية ʏتوضيڍ مخطط .5 -2 شكل
الɺدف. بيانات باستخدام جديدة مɺمة ʄإڲ المصدر بيانات ʄعڴ مسبقًا مدرب

النموذج إعداد 4 -2

الدراسة، ɸذه ʏࢭ المستعملة العميق التعلم نماذج من نموذج لɢل المعتمدة الإعدادات عرض يتم اݍݨزء ɸذا ʏࢭ
تحت النماذج ب؈ن عادلة مقارنة ضمان ٭ڈدف (ViT)، Transformer Vision و DenseNet201، InceptionV3، :ʏوۂ
خوارزمية نفس استخدام مع نموذج، لɢل 30 بـ (Epochs) التدرȎʈية اݍݰلقات عدد تحديد .تم التدرʈب ظروف نفس
جميع ب؈ن التدرʈب إعدادات لتوحيد وذلك التصɴيف، بمشɢلة اݍݵاصة اݍݵسارة دالة ونفس (Optimizer) التحس؈ن

النماذج.

InceptionV3 5 -2

،(Deep Convolutional Neural Network) عميقة التفافية عصȎية شبكة InceptionV3 نموذج ʇُعد
الصور، من المعقدة اݍݵصائص استخراج ʄعڴ العالية بقدرتھ النموذج ɸذا يتم؈ق .[63] طبقة 48 ʏحواڲ من يتɢون

وتحليلɺا. الصور تصɴيف مثل اݍݰاسوȋية الرؤʈة مɺام ʏࢭ واسع Ȋشɢل وʉُستخدم
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متعددة م؈قات باستخراج ʇسمح متقدم معماري تصميم ʄعڴ وʉعتمد Inception، عائلة ʄإڲ النموذج ɸذا يɴت׿ܣ
الɴسيجية الصور مثل الطبية البيانات داخل الدقيقة الأنماط ʄعڴ التعرف ʏࢭ فعالاً يجعلھ مما الصور، من المقايʋس

.[63]
ب؈ن توازنًا يحقق حيث الأخرى، العميقة النماذج ببعض مقارنة جيدة حسابية بكفاءة InceptionV3 يتم؈ق كما

.[63] الطۗܣ التصɴيف لتطبيقات مناسبًا يجعلھ مما اݍݰساȌي، والتعقيد الدقة

InceptionV3 نموذج بنية 1 -5 -2

(Convolution) التفاف عمليات تنفيذ يتم حيث متتاȊعة، Inception وحدات ʄعڴ InceptionV3 بɴية Ȗعتمد
النتائج. دمج يتم ثم الوحدة، نفس داخل متوازٍ Ȋشɢل مختلفة بأݯݨام

ʄإڲ تɴتقل ثم والأɲܦݨة، اݍݰواف مثل الȎسيطة اݍݵصائص لاستخراج أولية تلافيفية بطبقات الشبكة تبدأ
Ȗعقيدًا. أك؆ف م؈قات لاستخراج Inception وحدات

الأساسية: المɢونات Ȗشمل

اݍݰساȌي. التعقيد وتقليل الأȊعاد لتقليل 1×1 التفاف طبقات •

المقايʋس. متعددة م؈قات لاستخراج و5×5 3×3 التفاف طبقات •

المɺمة. المعلومات ʄعڴ اݍݰفاظ مع الأȊعاد لتقليل Pooling Max عمليات •

مɺمة: تقنيات ʄعڴ النموذج ʇعتمد كما

وȖسرʉعھ. التدرʈب استقرار لتحس؈ن Normalization Batch •

اݍݰسابية. الكفاءة وتحس؈ن المعاملات عدد لتقليل Convolutions Factorized •

.(Vanishing Gradient) التدرج تلاءۜܣ مشɢلة وتقليل التعلم لدعم Classifier Auxiliary •

Connected Fully طبقات ثم Pooling Average Global طبقة ع؄ف المستخرجة الم؈قات تمرʈر يتم الٔڈاية، ʏࢭ
للتصɴيف. الٔڈائية النȘيجة ʄعڴ لݏݰصول

InceptionV3 نموذج خصائص 2 -5 -2

الوقت. نفس ʏࢭ مختلفة بأݯݨام مرܧݰات ع؄ف المقايʋس متعددة م؈قات استخراج •

Factorization. تقنية باستخدام اݍݰساȌي التعقيد تقليل •

الثقيلة. العمليات قبل الأȊعاد لتقليل 1×1 الالتفاف استخدام •
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التدرʈب. وسرعة استقرار لتحس؈ن Normalization Batch •

العميقة. الشبɢات ʏࢭ التعلم لتحس؈ن Classifier Auxiliary •

الصور. تصɴيف مɺام ʏࢭ التعميم ʄعڴ جيدة قدرة •

[71] .6 -2 شكل

DenseNet201 6 -2

كثيفة، اتصال ببɴية تتم؈ق الۘܣ (CNNs) العميقة الالتفافية العصȎية الشبɢات من DenseNet201 نموذج ʇُعد
المعلومات تدفق Ȗعزʈز ʄإڲ التصميم ɸذا ٱڈدف الكتلة. نفس داخل السابقة الطبقات بجميع طبقة ɠل رȋط يتم حيث
.[72] النموذج واستقرار التعلم كفاءة من يحسن مما التدرʈب، عملية أثناء التدرج اختفاء مشɢلة وتقليل الشبكة داخل
Layers) (Transition انتقال طبقات بئڈا تفصل Blocks)، (Dense كثيفة كتل أرȌع من DenseNet201 يتɢون

.[72] التعقيد وتقليل اݍݰسابات كفاءة ʄعڴ لݏݰفاظ الم؈قات خرائط وعدد الأȊعاد تقليل ʄعڴ Ȗعمل
Bottleneck آلية مع (Convolution) الالتفاف عمليات من مزʈج ʄعڴ الطبقات Ȗعتمد كثيفة، كتلة ɠل داخل
تقليل ʏࢭ ʇساɸم مما Convolution، 3×3 تطبيق قبل القنوات عدد لتقليل Convolution 1×1 طبقات Ȗستخدم الۘܣ

.[73] المɺمة المعلومات فقدان دون المعاملات عدد
طبقة تلٕڈا (Global Average Pooling) العال׿ܣ المتوسط التجميع طبقة استخدام يتم النموذج، ٰڈاية ʏوࢭ
[28]الشɢل الطبية الصور تحليل تطبيقات ʏࢭ خاصة الٔڈائية، التصɴيف عملية لإجراء Softmax دالة مع Connected Fully

DenseNet-201 يةɴب ݳ يوܷ 2

DenseNet201 بنية 7 -2
الطبقات ب؈ن الكثيف” “الاتصال بفكرة يتم؈ق لكنھ العميقة، الالتفاف شبɢات بɴية يȘبع DenseNet201 نموذج

كتلة. ɠل داخل
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(Input Layer) الإدخال طبقة 1 -7 -2

الطبيعية. أو الطبية الصور وتمثل ،224×224×3 بݲݨم صورة Ȗستقبل

(Initial Convolution + Pooling) التمهيدية الطبقات 2 -7 -2

7×7 بݲݨم Convolution •

2 = Stride •

3×3 Pooling Max •

textures). تدرجات، (حواف، الأولية اݍݵصائص استخراج الɺدف:

(Dense Blocks) الكثيفة الكتل 3 -7 -2

رئʋسية. Blocks Dense 4 ʄعڴ النموذج يحتوي
Block: Dense ɠل داخل

السابقة الطبقات جميع مخرجات تأخذ طبقة ɠل •

جمع) ولʋس (دمج concatenation ع؄ف يتم الرȋط •

الكتلة: داخل الطبقة مɢونات

Normalization Batch •

ReLU •

(Bottleneck) 1×1 Convolution •

3×3 Convolution •

الأɸداف:

الم؈قات استخدام إعادة •

المعلومات تدفق تحس؈ن •

التدرج فقدان تقليل •
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(Transition Layers) الانتقال طبقات 4 -7 -2

من: وتتɢون Block، Dense ɠل ب؈ن توجد

القنوات عدد لتقليل 1×1 Convolution •

الأȊعاد لتقليل Pooling Average •

الɺدف:

تدرʈجيًا البيانات ݯݨم تقليل •

اݍݰساȌي التعقيد ʏࢭ التحكم •

النهائي التجميع طبقة 5 -7 -2

Pooling Average Global •

كب؈فة. مصفوفة بدل واحدة قيمة ʄإڲ map feature ɠل تحول

(Fully Connected Layer) التصنيف طبقة 6 -7 -2

ٰڈائية Dense طبقة •

للفئات الٔڈائية الاحتمالات لإعطاء Softmax •

[74] .7 -2 شكل
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(ViT) نموذج 8 -2

الصور تصɴيف عملية ʏࢭ المستخدمة النماذج ɠأحد Vision Transformer نموذج اعتماد تم العمل ɸذا ʏࢭ
التجرȎʈية. الظروف نفس ضمن (CNN) الالتفافية النماذج مع ومقارنتھ أدائھ تقييم ٭ڈدف الطبية،

المدخلات ݯݨم تكييف تم حيث الدراسة، ʏࢭ المستخدمة البيانات طبيعة مع يȘناسب بما النموذج إعداد تم
مع لتȘناسب (Classification Head) الٔڈائية التصɴيف طبقة تجɺ؈ق تم كما (Patches). رقع ʄإڲ الصور تقسيم آلية مع

التصɴيف. مɺمة ʏࢭ المسْڈدفة الفئات عدد
اختبار أجل من وذلك بالنقل، التعلم استخدام دون فقط، الدراسة بيانات ʄعڴ اعتمادًا النموذج تدرʈب تم

مباشر. Ȋشɢل المتوفرة الطبية البيانات من التعلم ʄعڴ قدرتھ
اݍݰلقات عدد مثل المقارنة، عدالة لضمان النماذج ʏباࢮ ʏࢭ المعتمدة التدرʈب إعدادات نفس استخدام تم

(Optimizer). التحس؈ن وخوارزمية ،(Learning Rate) التعلم معدل (Epochs)، التدرȎʈية
العلاقات بفɺم لھ Ȗسمح الۘܣ (Self-Attention) الذاȖي الانȘباه آلية ʄعڴ ʇعتمد لأنھ ViT نموذج اختيار تم

والمتداخلة. المعقدة البɴية ذات الɴسيجية الصور تحليل ʏࢭ مفيدًا يɢون قد ما وɸو الصورة، داخل العالمية
ومقارنتھ (Loss)، التدرʈب وخسارة (Accuracy) الدقة مقايʋس ʄعڴ اعتمادًا النموذج أداء تقييم تم الٔڈاية، ʏࢭ

الدراسة. ʏࢭ المستخدمة الأخرى النماذج مع

التجريبية البيانات تهيئة 9 -2

النماذج، أداء ʄعڴ المسبقة المعاݍݨة تأث؈ف دراسة ٭ڈدف البيانات، من مختلفة حالات أرȌع ʄعڴ التجارب إجراء تم
:ʏوۂ

مسبقة. معاݍݨة أي بدون ʏۂ كما الصور استخدام تم :(Original Images) الأصلية الصور •

(Contrast Limited Adaptive Histogram Equalization) اݝݰدود التكيفي التباين تحس؈ن تقنية تطبيق CLAHE: •
التفاصيل. وضوح لتحس؈ن

العينات. ب؈ن الصبغ اختلافات لتوحيد الɴسيجية الصور ʏࢭ الألوان تطبيع Normalization: Stain •

وتوحيد التباين حيث من الصورة جودة لتحس؈ن معًا الطرʈقت؈ن دمج Normalization: Stain + CLAHE •
الألوان.

التدريب 10 -2
استخدام مع الدراسة، ʏࢭ المستخدمة البيانات مجموعة ʄعڴ مستقل Ȋشɢل النماذج (Training) تدرʈب تم

النماذج. ب؈ن المقارنة عدالة لضمان التجارب جميع ʏࢭ الإعدادات نفس
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(Optimizer) التحس؈ن خوارزمية نفس اعتماد مع نموذج، لɢل Epochs 50 بـ التدرȎʈية اݍݰلقات عدد تحديد تم
(Validation)، تحقق ومجموعة تدرʈب مجموعة ʄإڲ البيانات تقسيم تم كما التصɴيف. بمشɢلة اݍݵاصة اݍݵسارة دالة ونفس
ايضا .(Overfitting)التعلم فرط وتجنب النماذج أداء لمراقبة التدرʈب عملية أثناء التحقق مجموعة استخدام تم حيث
ودمج Stain NormalizationCLAHE الأصلية الصور :ʏوۂ البيانات من مختلفة حالات أرȌع ʄعڴ نموذج ɠل تدرʈب تم

الأداء. ʄعڴ المسبقة المعاݍݨة تأث؈ف لدراسة وذلك Normalization Stain مع CLAHE
المܦݨلة (Loss) والتحقق التدرʈب وخسارة (Accuracy) الدقة منحنيات باستخدام الأداء تȘبع تم التدرʈب، أثناء
اݝݵتلفة. النماذج ب؈ن النتائج ومقارنة التحقق مجموعة ʄعڴ النماذج تقييم تم التدرʈب، انْڈاء Ȋعد .Keras History ع؄ف

الثدي سرطان صور تصɴيف ʏࢭ عميق Ȗعلم نماذج باستخدام سابقة دراسات .4 -2 جدول
ʏسيڋɴال

الرئʋسية اݍݵصائص (%) الدقة البيانات قاعدة النموذج بɴية الدراسة
المتبقي التعلم استخدام
لتفادي Learning) (Residual

التدرج تلاءۜܣ

5 .94 BreakHis ResNet50 [75] (2016) al. et He

وتحس؈ن الم؈قات استخدام إعادة
الطبقات ب؈ن المعلومات تدفق

6 .95 BreakHis DenseNet121 [76] (2017) al. et Huang

مع Inception تحسʋنات دمج
لتحس؈ن العميقة الاتصالات

الأداء

1 .96 BreakHis InceptionV4 (2016) al. et Szegedy
[77]

التقييم مقاييس 11 -2

لم اختبار بيانات مجموعة ʄعڴ تنفيذه عادةً يتم أدائھ. تقييم ʏۂ التالية اݍݰاسمة اݍݵطوة نموذج تدرʈب Ȋعد
القوة لنقاط رؤȘʈنا يحدد لأنھ الأɸمية، بالغ أمر للتقييم الܶݰيحة المقايʋس اختيار التدرʈب. أثناء رؤʈْڈا للنموذج ʇسبق

الطۗܣ. الȘܨݵيص مثل اݍݰساسة اݝݨالات ʏࢭ خاصة النموذج، ʏࢭ والضعف

الالتباس مصفوفة 1 -11 -2

التصɴيف نماذج أداء لتقييم المستخدمة الأدوات أɸم من (Confusion Matrix) الالتباس مصفوفة Ȗُعد
رئʋسية: حالات أرȌع ʄإڲ تقسيمɺا خلال من التɴبؤ لنتائج تفصيلياً فɺماً تȘيح حيث الثناǿي،

(True Positives - TP) الإيجابية الܶݰيحة القيم •

(True Negatives - TN) السلبية الܶݰيحة القيم •

(False Positives - FP) الإيجابية اݍݵاطئة القيم •
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(False Negatives - FN) السلبية اݍݵاطئة القيم •

بئڈا: من النموذج، أداء لتقييم مقايʋس عدة حساب يتم القيم، ɸذه من انطلاقاً

Ȗعطي ʏوۂ العينات، عدد ʏإجماڲ ʄإڲ ܵݰيحاً تصɴيفاً فت صُنِّ الۘܣ العينات ɲسبة تمثل :(Accuracy) الدقة •
التصɴيف. مɺمة ʏࢭ النموذج أداء ʄعڴ عاماً مؤشراً

الفعلية، السلبية) او( الإيجابية اݍݰالات جميع ʄعڴ التعرف ʄعڴ النموذج قدرة يقʋس :(Recall) الاستدعاء •
فعلاً. الموجودة الإيجابية اݍݰالات ʏإجماڲ ʄإڲ ܵݰيح Ȋشɢل اكȘشافɺا تم الۘܣ الإيجابية اݍݰالات كɴسبة وʈُحسب

كɴسبة وتُحسب النموذج، يقدمɺا الۘܣ الإيجابية التɴبؤات ܵݰة مدى تقʋس :(Precision) النوعية الدقة •
إيجابية. بأٰڈا النموذج تɴبأ الۘܣ اݍݰالات ʏإجماڲ ʄإڲ ܵݰيح Ȋشɢل المصنفة الإيجابية اݍݰالات

المتوسط خلال من (Recall) والاستدعاء (Precision) النوعية الدقة ب؈ن يجمع مقياس :F1-score معدل •
متوازنة. غ؈ف بيانات مجموعات مع التعامل عند خاصة توازناً أك؆ف Ȋشɢل الأداء لتقييم وʉُستخدم لɺما، التوافقي

الدراسة. ɸذه ʏࢭ مستخدم نموذج لɢل اݝݰسوȋة المقايʋس ʄإڲ بالإضافة الالتباس مصفوفات 6 -2 و 5 -2 اݍݨداول Ȗعرض

الثناǿي للتصɴيف الالتباس مصفوفة .5 -2 جدول

متوقع 2 الصنف متوقع 1 الصنف
FP TP فعلي 1 الصنف
TN FN فعلي 2 الصنف

اݍݰالات: Ȗعرʈف

ܵݰيح. Ȋشɢل تصɴيفɺا تم إيجابية حالة TP: اݍݰقيقية الإيجابيات •

ܵݰيح. Ȋشɢل تصɴيفɺا تم سلبية حالة TN: اݍݰقيقية السلبية •

ɠإيجابية. خاطئ Ȋشɢل تصɴيفɺا تم سلبية حالة FP: الɢاذبة الإيجابيات •

كسلبية. خاطئ Ȋشɢل تصɴيفɺا تم إيجابية حالة FN: الɢاذبة السلبية •
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الدراسة ʏࢭ المستخدمة التقييم مقايʋس .6 -2 جدول

الصيغة المقياس
T P+T N

T P+T N+F P+F N (Accuracy) الدقة
T P

T P+F P (Precision) النوعية الدقة
T P

T P+F N (Recall) الاستدعاء
T N

F P+T N (Specificity) النوعية
2×Pr eci si on×Recal l

Pr eci si on+Recal l F1-score
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الفصل

الثالث



والمناقشة النتائج

الثالث الفصل

مقدمـة
التعلم نماذج وتقييم تدرʈب خلال من علٕڈا المتحصل التجرȎʈية النتائج وتحليل عرض ʄإڲ الفصل ɸذا ٱڈدف
ɸذه اختبار تم وقد .(Histopathological Images) الثدي لسرطان الɴسيجية الصور لتصɴيف المق؅فحة العميق
للصور المم؈قة اݍݵصائص استخراج ʄعڴ قدرٮڈا دراسة ٭ڈدف المسبقة للمعاݍݨة مختلفة إعدادات ارȌعة تحت النماذج

مرتفع. تصɴيفي أداء وتحقيق

مختلفة، إعدادات أرȌعة تحت التجارب جرʈت
ُ
أ النماذج، أداء ʄعڴ للصور المسبقة المعاݍݨة تأث؈ف ولتحليل

التكراري للمدرج التكيفية المساواة تقنية باستخدام التباين وتحس؈ن ،(Original Images) الأصلية الصور شملت
ضمن الطرʈقت؈ن ب؈ن الدمج ʄإڲ بالإضافة ،(Stain Normalization) الأɲܦݨة صبغة وتوحيد ،(CLAHE) اݝݰدودة
الصور جودة تحس؈ن أثر تقييم ʄإڲ التنوع ɸذا وٱڈدف .(Combined Preprocessing) ݠݨينة مسبقة معاݍݨة مقارȋة

الاختبار. بيانات ʄعڴ والتعميم السمات واستخراج التعلم ʄعڴ النماذج قدرة ʄعڴ اللونية خصائصɺا وتجاɲس
ʏوۂ التصɴيف مɺام ʏࢭ المعتمدة الإحصائية المقايʋس من مجموعة بإستخدام النماذج أداء تقييم تم وقد
بالإضافة ،(F1-Score) ومقياس ،(Precision) النوعية والدقة ،(Recall) اݍݰساسية أو والاس؅فجاع ،(Accuracy) الدقة
ومتوازن شامل تقييم تقديم ٭ڈدف وذلك ،(MCC - Coefficient Correlation Matthews) للارتباط ماثيوز معامل ʄإڲ
سلوك لتحليل الالتباس ومصفوفات والتحقق التدرʈب بمنحنيات الإستعانة تم كما النماذج. أداء جوانب ݝݵتلف
المسبقة للمعاݍݨة اس؅فاتيجية وأفضل نموذج أفضل بتحديد ʇسمح مما تفصيلاً، أك؆ف بصورة نتائجɺا ومناقشة النماذج

الدراسة. ɸذه إطار ضمن

المعلمات وضبط التجربة إعدادات 1 -3

Ȋسرطان اݍݵاصة الأɲܦݨة صور لتصɴيف العميق التعلم نماذج من نماذج ثلاثة استخدام تم الدراسة، ɸذه ʏࢭ
النماذج ɸذه اختيار تم وقد .ViTو DenseNet201و InceptionV3 :ʏوۂ BreakHis، بيانات قاعدة ʄعڴ اعتماداً الثدي
ʇسمح مما مختلفة، بɴيات ʄعڴ Ȗعتمد أٰڈا كما الطبية، الصور تحليل مجال ʏࢭ استخداماً النماذج أك؆ف من ڈا لɢوٰ نظراً

واݍݵبʋثة. اݍݰميدة العينات ب؈ن التمي؈ق ʏࢭ كفاءٮڈا ومقارنة التصɴيف أداء ʄعڴ المعمارʈة نوع تأث؈ف بدراسة
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70% ɲسبة خُصصت حيث رئʋسية، مجموعات ثلاث ʄإڲ السابق الفصل ʏࢭ جاء كما البيانات قاعدة تقسيم تم
أداء لمراقبة التحقق مجموعة استُخدمت وقد .(Testing) للاختبار و15% ،(Validation) للتحقق و15% للتدرʈب،
قدرة لتقييم الاختبار مجموعة استُخدمت ح؈ن ʏࢭ الفائقة، الوسائط او المعلمات وضبط التدرʈب عملية أثناء النماذج
تم اݝݵتلفة، النماذج ب؈ن المقارنة عدالة ولضمان التعلم. أثناء مستخدمة غ؈ف جديدة بيانات ʄعڴ التعميم ʄعڴ النماذج

:ʏالتاڲ اݍݨدول ʏࢭ ݳ موܷ ɸو كما التجارب، ݍݨميع الأساسية التدرʈب إعدادات نفس اعتماد

النماذج ݍݨميع المعتمدة التدرʈب إعدادات .1 -3 جدول

parameter اوالوسيط المعلمة القيمة
(Batch Size) الدفعة ݯݨم 32
(Learning Rate) التعلم معدل 0.001
(Loss Function) اݍݵسارة دالة Cross Entropy Loss
(Optimizer) التحس؈ن خوارزمية SGD
(Epochs) التدرʈب حقب عدد 50

المدرȋة الأساسية الطبقات تجميد تم فقد ،(Transfer Learning) بالنقل التعلم اس؅فاتيجية يخص فيما
الم؈قات من للاستفادة وذلك فقط، الٔڈائية التصɴيف طبقة تدرʈب مع النماذج، جميع ʏࢭ (Frozen Layers) مسبقاً

التدرʈب. زمن وتقليل مسبقاً المستخلصة
البɴية: من يتɢون (MLP) الطبقات متعدد بمصنف النماذج جميع ʏࢭ الأصلية التصɴيف طبقة اسȘبدال تم كما

2048 → 1024 → 512 → 2

عدد و512 1024 تمثل بʋنما الأسا؟ۜܣ، النموذج عن الناتج (Feature Vector) اݍݵصائص متجھ 2048 العدد يمثل
Ȋعملية اݍݵاصة الإخراج طبقة عقدت؈ن من المɢونة الأخ؈فة الطبقة تمثل ح؈ن ʏࢭ ،ʏالتواڲ ʄعڴ اݝݵفيت؈ن الطبقت؈ن ʏࢭ العقد

(حميد/خبʋث). الثناǿي التصɴيف
النموذج متطلبات مع يتوافق بما بكسل 299×299 بݲݨم صور استخدام تم ،InceptionV3 لنموذج بالɴسبة
التصɴيف طبقة Ȗعديل مع بكسل، 224×224 بݲݨم صور معھ استُخدمت فقد DenseNet201 نموذج أما

الثناǿي. التصɴيف مɺمة مع لتتلاءم الٔڈائية
بكسل، 224×224 نفسھ باݍݱݨم صور استُخدمت فقد ،Vision Transformer (ViT) لنموذج وȋالɴسبة
التصɴيف رأس ʄإڲ تمرʈرɸا ثم اݝݰول، طبقات بواسطة معاݍݨْڈا قبل (Patches) صغ؈فة أجزاء ʄإڲ الصورة تقسيم يتم حيث

الٔڈاǿي.
النوعية والدقة ،(Accuracy) الدقة شملت الإحصائية، المقايʋس من مجموعة باستخدام النماذج أداء تقييم تم
مرحلۘܣ خلال واݍݵسارة الدقة منحنيات تحليل ʄإڲ بالإضافة ،F1-Score ودرجة ،(Recall) والاس؅فجاع ،(Precision)

التعميم. ʄعڴ وقدرٮڈا النماذج سلوك لدراسة والتحقق التدرʈب
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والمناقشة النتائج 2 -3

InceptionV3 نموذج نتائج 3 -3

الثدي لسرطان الɴسيجية الصور تصɴيف ʏࢭ InceptionV3 نموذج نتائج وتحليل عرض القسم ɸذا يȘناول
ومصفوفات التعلم، ومنحنيات الإحصائية، المقايʋس من مجموعة ʄإڲ التقييم وʉسȘند مختلفة. معاݍݨة ظروف تحت

التصɴيفي. وأدائھ النموذج كفاءة ʄعڴ المسبقة المعاݍݨة تقنيات تأث؈ف دراسة ٭ڈدف الالتباس،

الأصلية الصور باستخدام InceptionV3 نموذج نتائج 1 -3 -3

دون BreakHis بيانات قاعدة من الأصلية الصور باستخدام InceptionV3 نموذج تدرʈب تم التجرȋة، ɸذه ʏࢭ
الثدي لسرطان الɴسيجية الصور تصɴيف ʄعڴ النموذج قدرة تقييم ٭ڈدف وذلك مسبقة، معاݍݨة تقنيات أي تطبيق

الصور. من مباشرة المستخرجة اݍݵصائص ʄعڴ اعتمادًا
ݳ موܷ ɸو كما (Classification Report) التصɴيف تقرʈر باستخدام InceptionV3 نموذج أداء تݏݵيص تم

:ʏالتاڲ اݍݨدول ʏࢭ

InceptionV3 لنموذج التصɴيف تقرʈر .2 -3 جدول

Class Precision Recall F1-Score Support
Benign 0.69 0.58 0.63 372

Malignant 0.82 0.88 0.85 815
Accuracy 0.79

Avg Macro 0.75 0.73 0.74 1187
Avg Weighted 0.78 0.79 0.78 1187

لسرطان الɴسيجية الصور تصɴيف ʏࢭ جيدًا أداءً حقق InceptionV3 نموذج أن ʄإڲ التصɴيف تقرʈر نتائج Ȗش؈ف
من النتائج أفضل (Malignant) اݍݵبʋثة الفئة ܥݨلت كما .79% ʏحواڲ (Accuracy) العامة الدقة بلغت حيث الثدي،

ܵݰيح. Ȋشɢل السرطانية اݍݰالات أغلب اكȘشاف ʄعڴ النموذج قدرة ʄعڴ يدل مما والاس؅فجاع، الدقة حيث
ʇش؈ف ما وɸو ،(Recall) الاس؅فجاع حيث من خاصة ɲسȎيًا، أقل (Benign) اݍݰميدة الفئة نتائج ɠانت المقابل، ʏࢭ

الɴسيجية. اݍݵصائص ʏࢭ الȘشابھ ȊسȎب واݍݵبʋثة اݍݰميدة اݍݰالات ب؈ن التمي؈ق ʏࢭ الصعوȋة Ȋعض وجود ʄإڲ
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التعلم منحنيات تحليل 2 -3 -3

الاصلية الصور ʄعڴ Inceptionv3 للنموذج والتحقق التدرʈب منحنيات .1 -3 شكل

والتحقق التدرʈب مرحلۘܣ أثناء (Accuracy) والدقة (Loss) اݍݵسارة دالة من ɠل تطور ʏالتاڲ الشɢل3- 12 ݳ يوܷ
الأصلية: الصور ʄعڴ InceptionV3 لنموذج

Train) التدرʈب خسارة قيم ʏࢭ ومتوازʈًا تدرʈجيًا انخفاضًا نلاحظ :(Loss per Epoch) اݍݵسارة منحۚܢ -
ʄعڴ يدل مما ،(11 Epoch) عشرة اݍݰادية اݍݰقبة وحۘܢ ʄالأوڲ اݍݰقبة من (Validation Loss) التحقق وخسارة (Loss
11 اݍݰقبة Ȋعد ذلك، ومع مستقر. Ȋشɢل الɴسيجية للصور المɺمة اݍݵصائص Ȗعلم ʄعڴ وقدرتھ النموذج أداء تحسن
الارتفاع ʏࢭ التحقق خسارة تبدأ بʋنما الانخفاض ʏࢭ التدرʈب خسارة Ȗستمر حيث (Divergence) تباعد وجود يلاحظ
المسبقة المعاݍݨة تقنيات لغياب نȘيجة (Overfitting) التعلم فرط حالة حدوث بداية ʄعڴ مبكر مؤشر وɸو ،ʏڋʈالتدر

الأصلية. الصور ʏࢭ الضوضاء وتأث؈ف
اݍݵمس اݍݰقب خلال الدقة ʏࢭ وثابتًا مستقرًا سلوɠًا المنحۚܢ يظɺر :(Accuracy per Epoch) الدقة منحۚܢ -
التحقق دقة بلغت حۘܢ التدرȎʈية اݍݰقب عدد زʈادة مع مݏݰوظا تصاعديا تحسنا نتائج شɺدت ثم ،68% ʏحواڲ عند ʄالأوڲ
ʏحواڲ ʄإڲ (تراجعت الأخ؈فة اݍݰقب ʏࢭ وتذبذبًا انخفاضًا Ȗܦݨل أن قبل و80%، قارȋت بɴسبة 11 اݍݰقبة عند ذروٮڈا
وɸو اݍݵسارة، منحۚܢ ʏࢭ الملاحظ التعلم فرط سلوك يؤكد الأخ؈ف والانخفاض التذبذب ɸذا .(16 اݍݰقبة عند و73%
مسبقة معاݍݨة دون أصلية طبية صور ʄعڴ مباشرة InceptionV3 مثل المعقدة العميقة النماذج تدرʈب عند شاǿع أمر

التباين." أو للألوان
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الالتباس مصفوفة تحليل 3 -3 -3

الأصلية الصور ʄعڴ Inceptiov3 للنموذج الالتباس مصفوفة .2 -3 شكل

الاصلية الصور ʄعڴ InceptionV3 الاختبار مجموعة ʄعڴ النموذج تقييم نتائج .3 -3 جدول

Metric Value
Accuracy Test 0.7860

Loss Test 0.4514
Precision 0.8213

Recall 0.8798
F1-Score 0.8495

MCC 0.4842

بلغت إجمالية دقة InceptionV3 نموذج حقق أعلاه، ݰت؈ن الموܷ الالتباس ومصفوفة الاختبار نتائج ʄعڴ بناءً
اكȘشاف ʄعڴ جيدة قدرة النموذج أظɺر كما BreakHis. بيانات قاعدة من الأصلية الصور استخدام عند 78.60%

التطبيقات ʏࢭ مɺمة نȘيجة ʏوۂ ،87.98% ʏحواڲ (Recall) الاس؅فجاع معدل بلغ حيث ،(Malignant) اݍݵبʋثة اݍݰالات
المكȘشفة. غ؈ف السرطانية اݍݰالات عدد تقليل لأɸمية نظرًا الطبية
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تصɴيفي أداء وجود ʄإڲ ʇش؈ف مما ،0.4842 ʏحواڲ (MCC) ماثيو ارتباط معامل قيمة بلغت أخرى، جɺة من
الفئت؈ن. ب؈ن مقبول توازن مع جيد ʄإڲ متوسط

خبʋثة، أٰڈا ʄعڴ حميدة حالة 156 تصɴيف ʏࢭ أخطأ النموذج أن نلاحظ الالتباس، مصفوفة تحليل خلال ومن
داخل الفئت؈ن ب؈ن العينات عدد توازن Ȋعدم التباين ɸذا تفس؈ف وʈمكن حميدة. أٰڈا ʄعڴ خبʋثة حالة 98 تصɴيف تم بʋنما
لتحس؈ن مسبقة معاݍݨة تقنيات أي تطبيق دون الأصلية الصور ʄعڴ النموذج اعتماد ʄإڲ بالإضافة البيانات، مجموعة

الɴسيجية. اݍݵصائص Ȗعزʈز أو الصور جودة
إلا الɴسيجية، الصور تصɴيف ʄعڴ جيدة قدرة يمتلك InceptionV3 نموذج أن النتائج أظɺرت عامة، بصفة
ʏࢭ المسبقة المعاݍݨة تقنيات تطبيق أɸمية ي؄فز مما اݍݰميدة، لݏݰالات بالɴسبة خاصة للتحس؈ن، قابلاً يزال ما الأداء أن

الدراسة. من القادمة المراحل

تقنية باستخدام التباين تحسين الثانية: المرحلة نتائج 4 -3
CLAHE

مسبقة، معاݍݨة كخطوة (CLAHE) التباين محدود التكيفي التباين تحس؈ن تقنية تطبيق تم المرحلة، ɸذه ʏࢭ
اݝݨɺرʈة. الصور ʏࢭ الإضاءة وتوحيد الدقيقة الɴسيجية المعالم إبراز ٭ڈدف

اݍݨدول ʏࢭ ݳ موܷ ɸو كما (Classification Report) التصɴيف تقرʈر باستخدام النموذج أداء تݏݵيص تم
:ʏالتاڲ

CLAHE تقنية باستخدام InceptionV3 لنموذج التصɴيف تقرʈر .4 -3 جدول

Class Precision Recall F1-Score Support
Benign 0.69 0.77 0.73 372

Malignant 0.89 0.84 0.87 815
Accuracy 0.82

Avg Macro 0.79 0.81 0.80 1187
Avg Weighted 0.83 0.82 0.82 1187

باستخدام مقارنة CLAHE تقنية تطبيق Ȋعد InceptionV3 نموذج أداء تحسن ʄإڲ التصɴيف تقرʈر نتائج Ȗش؈ف
مما ،F1-Scoreو Precision قيم تحسɴت كما ،82% ʏحواڲ ʄإڲ (Accuracy) العامة الدقة ارتفعت حيث الأصلية. الصور

الɴسيجية. الصور من المستخرجة اݍݵصائص جودة تحس؈ن ʏࢭ المسبقة المعاݍݨة فعالية ʄعڴ يدل
ʄإڲ 58% من ارتفعت الۘܣ (Recall) الاس؅فجاع قيمة ʏࢭ مݏݰوظًا تحسنًا (Benign) اݍݰميدة الفئة ܥݨلت كما

واݍݵبʋثة. اݍݰميدة اݍݰالات ب؈ن التمي؈ق ʄعڴ النموذج قدرة تحسن ʄإڲ ʇش؈ف ما وɸو ،77%
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التعلم منحنيات تحليل 1 -4 -3

CLAHE تقنية باستخدام InceptionV3 لنموذج والتحقق التدرʈب منحنيات .3 -3 شكل

والتحقق التدرʈب مرحلۘܣ أثناء (Accuracy) والدقة (Loss) اݍݵسارة دالة من ɠل تطور 4 -3 الشɢل ݳ يوܷ
الɴسيجية. الصور ʄعڴ CLAHE المسبقة المعاݍݨة تقنية تطبيق Ȋعد InceptionV3 لنموذج

(Loss Train) التدرʈب خسارة قيم ʏࢭ ومستقرًا تدرʈجيًا انخفاضًا نلاحظ :(Epoch per Loss) اݍݵسارة منحۚܢ -
تطبيق ساɸم الأصلية، الصور حالة مع وȋالمقارنة التدرȎʈية. اݍݰقب تقدم مع (Loss Validation) التحقق وخسارة
حيث التدرʈب، من المتقدمة المراحل خلال والتحقق التدرʈب منحنۛܣ ب؈ن (Divergence) التباعد تقليل ʏࢭ CLAHE تقنية
التباين تحس؈ن أن ʄإڲ النتائج ɸذه وȖش؈ف .0.41 ʏحواڲ ʄإڲ وصلت ومستقرة منخفضة قيم ʄعڴ التحقق خسارة حافظت

التعلم. عملية استقرار وتحس؈ن (Overfitting) التعلم فرط ظاɸرة تقليل ʄعڴ النموذج ساعد ʏالموضڥ
ʄالأوڲ المراحل Ȋعد النموذج أداء ʏࢭ تدرʈجيًا تحسنًا الدقة منحۚܢ ݳ يوܷ :(Epoch per Accuracy) الدقة منحۚܢ -
ɲسۗܣ استقرار مع تدرȎʈية، حقب عدة ʏࢭ 81% ɲسبة (Accuracy Validation) التحقق دقة تجاوزت حيث التدرʈب، من
Ȋعد أفضل Ȋشɢل (Generalization) التعميم ʄعڴ النموذج قدرة التحسن ɸذا وʉعكس والتحقق. التدرʈب منحنيات ʏࢭ

الصور. داخل اݍݵلوʈة البۚܢ وضوح وتحس؈ن الɴسيجية التفاصيل إبراز ʏࢭ ساɸمت الۘܣ ،CLAHE تقنية تطبيق
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الالتباس مصفوفة تحليل 2 -4 -3

CLAHE تقنية باستخدام InceptionV3 لنموذج الالتباس مصفوفة .4 -3 شكل

CLAHE تقنية باستخدام InceptionV3 نموذج اختبار نتائج .5 -3 جدول

Metric Value
Accuracy Test 0.8197

Loss Test 0.4107
Precision 0.8877

Recall 0.8442
F1-Score 0.8654

MCC 0.5947

تقنية تطبيق Ȋعد InceptionV3 نموذج حقق أعلاه، ݰت؈ن الموܷ الالتباس ومصفوفة الاختبار نتائج ʄعڴ بناءً
،(Malignant) اݍݵبʋثة اݍݰالات اكȘشاف ʄعڴ جيدة قدرة النموذج أظɺر كما .81.97% بلغت إجمالية دقة CLAHE
عدد تقليل لأɸمية نظرًا الطبية التطبيقات ʏࢭ مɺمة نȘيجة ʏوۂ ،84.42% ʏحواڲ (Recall) الاس؅فجاع معدل بلغ حيث

المكȘشفة. غ؈ف السرطانية اݍݰالات
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الأداء ʏࢭ مݏݰوظ تحسن ʄإڲ ʇش؈ف مما ،0.5947 ʏحواڲ (MCC) ماثيو ارتباط معامل قيمة بلغت أخرى، جɺة من
الفئت؈ن. ب؈ن أفضل توازن مع السابقة، بالتجرȋة مقارنة التصɴيفي

خبʋثة، أٰڈا ʄعڴ حميدة حالة 87 تصɴيف ʏࢭ أخطأ النموذج أن نلاحظ الالتباس، مصفوفة تحليل خلال ومن
ب؈ن ʏسيڋɲ Ȗشابھ ɸناك يزال ما بأنھ التباين ɸذا تفس؈ف وʈمكن حميدة. أٰڈا ʄعڴ خبʋثة حالة 127 تصɴيف تم بʋنما
التباين تحس؈ن خلال من الأصلية بالصور مقارنة الأخطاء عدد تقليل ʏࢭ ساɸم CLAHE تقنية تطبيق أن إلا الفئت؈ن،

الصور. ʏࢭ الدقيقة التفاصيل و୒براز
ʄعڴ أفضل قدرة يمتلك CLAHE تقنية استخدام Ȋعد InceptionV3 نموذج أن النتائج أظɺرت عامة، بصفة
التباين تحس؈ن تقنيات فعالية يؤكد مما الأصلية، بالصور مقارنة الأداء ʏࢭ واܷݳ تحسن مع الɴسيجية، الصور تصɴيف

الطبية. التطبيقات ʏࢭ العميقة النماذج دقة Ȗعزʈز ʏࢭ

النسيجية الصبغة توحيد الثالثة: المرحلة نتائج 5 -3

،InceptionV3 نموذج تدرʈب قبل الɴسيجية الصور ʄعڴ Normalization Stain تقنية تطبيق تم التجرȋة، ɸذه ʏࢭ
ʄعڴ النموذج ʇساعد مما اݝݵتلفة، التلوʈن ظروف عن الناتجة الاختلافات وتقليل الɴسيجية الألوان توحيد ٭ڈدف وذلك

واستقرارًا. دقة أك؆ف Ȋشɢل الɴسيجية اݍݵصائص استخراج
ݳ موܷ ɸو كما (Report Classification) التصɴيف تقرʈر باستخدام InceptionV3 نموذج أداء تݏݵيص تم

:ʏالتاڲ اݍݨدول ʏࢭ

الصبغة توحيد Ȋعد InceptionV3 نموذج تصɴيف تقرʈر .6 -3 جدول

Class Precision Recall F1-Score Support
Benign 0.70 0.72 0.71 372

Malignant 0.87 0.86 0.87 815
Accuracy 0.82

Avg Macro 0.79 0.79 0.79 1187
Avg Weighted 0.82 0.82 0.82 1187

المعاݍݨة الصور استخدام عند مقبولاً أداءً حقق InceptionV3 نموذج أن ʄإڲ التصɴيف تقرʈر نتائج Ȗش؈ف
التقييم مؤشرات أظɺرت كما .82% نحو (Accuracy) العامة الدقة بلغت حيث ،Stain Normalization بتقنية
ب؈ن التمي؈ق ʄعڴ النموذج قدرة ʇعكس مما ،(Recall) والاس؅فجاع (Precision) الدقة قيم ب؈ن ɲسȎيًا توازنًا اݝݵتلفة

جيدة. بدرجة واݍݵبʋثة اݍݰميدة العينات
ومقياس والاس؅فجاع الدقة من ɠل ʏࢭ مرتفعة قيمًا النموذج ܥݨل فقد ،(Malignant) اݍݵبʋثة للفئة بالɴسبة أما
اݍݵبʋثة اݍݰالات اكȘشاف ʏࢭ فعاليتھ ʄعڴ يدل مما ،ʏالتواڲ ʄعڴ و(0.87) و(0.86)، ،(0.87) قيمɺا بلغت حيث ،F1-Score

(0.70) الدقة بلغت حيث ɲسȎيًا، أقل قيمًا (Benign) اݍݰميدة الفئة حققت المقابل، ʏࢭ ܵݰيحة. بصورة وتصɴيفɺا
مقبول. أداء مستوى ضمن ظلت أٰڈا إلا ،(0.71) F1-Score ومقياس (0.72) والاس؅فجاع
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Stain بتقنية المعاݍݨة الصور مع التعامل ʄعڴ InceptionV3 نموذج قدرة النتائج ɸذه Ȗعكس عامة، بصفة
وخبʋثة. حميدة فئت؈ن: ʄإڲ الثدي لسرطان الɴسيجية الصور تصɴيف مɺمة ʏࢭ متوازن أداء وتحقيق Normalization

التعلم منحنيات تحليل

الصبغة توحيد Ȋعد InceptionV3 لنموذج والتحقق التدرʈب منحنيات .5 -3 شكل

والتحقق التدرʈب مرحلۘܣ أثناء (Accuracy) والدقة (Loss) اݍݵسارة دالة من ɠل تطور 6 -3 الشɢل ݳ يوܷ
(Normalization Stain) الألوان Ȗسوʈة تقنية تطبيق Ȋعد InceptionV3 لنموذج

Train) التدرʈب خسارة من لɢل ومستقرًا تدرʈجيًا انخفاضًا المنحۚܢ يُظɺر :(Epoch per Loss) اݍݵسارة منحۚܢ -
قيم عند استقرت التحقق خسارة أن نلاحظ كما التدرȎʈية. اݍݰقب تقدم مع (Loss Validation) التحقق وخسارة (Loss
التعلم عملية استقرار تحسن ʄعڴ يدل مما والتحقق، التدرʈب منحنۛܣ ب؈ن واܷݳ تقارب مع ،0.41 قارȋت منخفضة
Normalization Stain تقنية فعالية ذلك وʉعكس الأصلية. الصور بحالة مقارنة (Overfitting) التعلم فرط تأث؈ف وتقليل

المستخرجة. الɴسيجية اݍݵصائص جودة وتحس؈ن اݝݵتلفة التلوʈن عمليات عن الناتجة اللونية الاختلافات تقليل ʏࢭ
ʄالأوڲ اݍݰقب Ȋعد النموذج أداء ʏࢭ تدرʈجيًا تحسنًا الدقة منحۚܢ ݳ يوܷ :(Epoch per Accuracy) الدقة منحۚܢ -
استقرار مع تدرȎʈية مراحل عدة خلال 81% ɲسبة (Accuracy Validation) التحقق دقة تجاوزت حيث التدرʈب، من
قدرة تحس؈ن ʏࢭ ساɸمت Normalization Stain تقنية أن ʄإڲ النتائج ɸذه وȖش؈ف الأخ؈فة. اݍݰقب خلال الأداء ʏࢭ ɲسۗܣ

التعلم. عملية أثناء استقرارًا أك؆ف أداء وتحقيق (Generalization) التعميم ʄعڴ النموذج
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الالتباس مصفوفة تحليل 1 -5 -3

الصبغة توحيد Ȋعد Inception للنموذج الالتباس مصفوفة .6 -3 شكل

الصبغة توحيد Ȋعد InceptionV3 نموذج اختبار نتائج .7 -3 جدول

Metric Value
Accuracy Test 0.8172
Loss Test 0.4090
Precision 0.8710
Recall 0.8613
F1-Score 0.8661
MCC 0.5781

بلغت إجمالية دقة InceptionV3 نموذج حقق أعلاه، ݰت؈ن الموܷ الالتباس ومصفوفة الاختبار نتائج ʄعڴ بناءً
بلغ حيث اݍݵبʋثة، اݍݰالات اكȘشاف ʄعڴ جيدة قدرة النموذج أظɺر كما الصبغة. توحيد تقنية تطبيق Ȋعد 81.72%

السرطانية اݍݰالات معظم ʄعڴ التعرف ʏࢭ النموذج فعالية ʄعڴ يدل مما ،86.13% ʏحواڲ (Recall) الاس؅فجاع معدل
ܵݰيح. Ȋشɢل
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تحسن ʄإڲ ʇش؈ف مما الأصلية، الصور باستخدام مقارنة ʄأعڴ ʏوۂ ،MCC = 0.5781 قيمة النموذج ܥݨل كما
التصɴيف. أخطاء وتقليل الفئت؈ن ب؈ن التوازن

اختلافات تأث؈ف وتقليل التعلم عملية استقرار تحس؈ن ʏࢭ ساɸمت Normalization Stain تقنية أن النتائج ݳ وتوܷ
التصɴيف. مɺمة ʏࢭ InceptionV3 نموذج أداء ʄعڴ إيجابًا اɲعكس ما وɸو الɴسيجية، الصور داخل التلوʈن

و CLAHE تقنيتي دمج الرابعة: المرحلة نتائج 6 -3
الصبغة توحيد

من الɴسيجية الصور جودة تحس؈ن ٭ڈدف Normalization Stainو CLAHE تقنيۘܣ دمج تم التجرȋة، ɸذه ʏࢭ
.InceptionV3 نموذج لتدرʈب الناتجة الصور استخدام ثم نفسھ، الوقت ʏࢭ الألوان وتوحيد التباين Ȗعزʈز خلال

اݍݨدول ʏࢭ ݳ موܷ ɸو كما (Report Classification) التصɴيف تقرʈر باستخدام النموذج أداء تݏݵيص تم
:ʏالتاڲ

Stain و CLAHE دمج باستخدام InceptionV3 نموذج تصɴيف تقرʈر .8 -3 جدول
Normalization

Class Precision Recall F1-Score Support
Benign 0.75 0.66 0.70 372

Malignant 0.85 0.90 0.88 815
Accuracy 0.83

Avg Macro 0.80 0.78 0.79 1187
Avg Weighted 0.82 0.83 0.82 1187

العام الأداء تحس؈ن ʏࢭ ساɸم Normalization Stainو CLAHE تقنيۘܣ دمج أن ʄإڲ التصɴيف تقرʈر نتائج Ȗش؈ف
العامة الدقة بلغت حيث منفصل، Ȋشɢل تقنية ɠل تطبيق أو الأصلية الصور باستخدام مقارنة InceptionV3 لنموذج

.83% ʏحواڲ (Accuracy)
ʏحواڲ (Recall) الاس؅فجاع معدل بلغ حيث ،(Malignant) اݍݵبʋثة للفئة بالɴسبة أداء أفضل النموذج حقق كما

ܵݰيح. Ȋشɢل السرطانية اݍݰالات اكȘشاف ʄعڴ للنموذج عالية قدرة ʄعڴ يدل مما ،90%
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التعلم منحنيات تحليل 1 -6 -3

CLAHE دمج باستخدام InceptionV3 لنموذج والتحقق التدرʈب منحنيات .7 -3 شكل
Stain Normalizationو

والتحقق التدرʈب مرحلۘܣ أثناء (Accuracy) والدقة (Loss) اݍݵسارة دالة من ɠل تطور 7 -3 الشɢل ݳ يوܷ
CLAHE.و Stain تقنيۘܣ ب؈ن تجمع والۘܣ المق؅فحة، الݤݨينة المقارȋة تطبيق عند InceptionV3 لنموذج

Train) التدرʈب خسارة من ɠل ʏࢭ ومستقرًا تدرʈجيًا انخفاضًا نلاحظ :(Epoch per Loss) اݍݵسارة منحۚܢ *
منخفضة بقيم التحقق خسارة منحۚܢ يظɺر كما التدرȎʈية. اݍݰقب تقدم مع (Loss Validation) التحقق وخسارة (Loss
وʉش؈ف التعلم. مراحل معظم خلال والتحقق التدرʈب منحنۛܣ ب؈ن واܷݳ تقارب مع ،(40 .0) ʏحواڲ ʄإڲ وصلت ومستقرة
الأصلية، الصور باستخدام مقارنة (Overfitting) التعلم فرط تأث؈ف وتقليل النموذج استقرار تحسن ʄإڲ السلوك ɸذا

المدخلة. البيانات جودة تحس؈ن ʏࢭ الألوان وتوحيد التباين تحس؈ن تقنيۘܣ ب؈ن الدمج فعالية ʇعكس مما
ʄالأوڲ اݍݰقب Ȋعد النموذج أداء ʏࢭ تدرʈجيًا تحسنًا الدقة منحۚܢ ݳ يوܷ :(Epoch per Accuracy) الدقة منحۚܢ *
استقرار مع تدرȎʈية مراحل عدة خلال 82% ɲسبة (Accuracy Validation) التحقق دقة تجاوزت حيث التدرʈب، من
قدرة تحس؈ن ʏࢭ ساɸم Normalization Stainو CLAHE ب؈ن الدمج أن ʄإڲ النتائج ɸذه وȖش؈ف الأخ؈فة. اݍݰقب ʏࢭ ɲسۗܣ

كفاءة. أك؆ف Ȋشɢل الɴسيجية اݍݵصائص واستخراج (Generalization) التعميم ʄعڴ النموذج
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الالتباس مصفوفة تحليل 2 -6 -3

دمج Ȋعد Inceptionv3 للنموذج الالتباس مصفوفة .8 -3 شكل

Stain و CLAHE دمج باستخدام InceptionV3 نموذج تقييم نتائج .9 -3 جدول
Normalization

Metric Value
Accuracy Test 0.8256
Loss Test 0.4076
Precision 0.8535
Recall 0.9006
F1-Score 0.8764
MCC 0.5834

عند أداء أفضل InceptionV3 نموذج حقق أعلاه، ݰت؈ن الموܷ الالتباس ومصفوفة الاختبار نتائج ʄعڴ بناءً
.82.56% الاختبار دقة بلغت حيث ،Normalization Stainو CLAHE تقنيۘܣ دمج استخدام

اكȘشاف ʄعڴ ممتازة قدرة ʄعڴ يدل مما ،90.06% بلغت (Recall) للاس؅فجاع قيمة ʄأعڴ النموذج ܥݨل كما
المكȘشفة. غ؈ف السرطانية اݍݰالات عدد وتقليل اݍݵبʋثة اݍݰالات
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واܷݳ وتحسن الفئت؈ن ب؈ن جيد توازن وجود ʄإڲ ʇش؈ف مما ،MCC = 0.5834 قيمة بلغت أخرى، جɺة من
الأصلية. الصور باستخدام مقارنة

الصور جودة تحس؈ن ʏࢭ فعال Ȋشɢل ساɸم المسبقة المعاݍݨة تقنيات دمج أن النتائج ݳ توܷ عامة، بصفة
سرطان تصɴيف مɺمة ʏࢭ InceptionV3 نموذج أداء ʄعڴ إيجابيًا اɲعكس مما اللونية، الاختلافات تأث؈ف وتقليل الɴسيجية

الثدي.

للنتائج العامة المناقشة 7 -3

صور تصɴيف ʏࢭ InceptionV3 نموذج أداء ʄعڴ المسبقة المعاݍݨة تقنيات تأث؈ف تقييم ʄإڲ الدراسة ɸذه ٮڈدف
باستخدام النموذج أداء مقارنة تمت ذلك، ولتحقيق BreakHis. بيانات قاعدة ʄعڴ اعتمادًا الɴسيجية الثدي سرطان

معًا. التقنʋت؈ن دمج ʄإڲ إضافة ،Normalization Stain وتقنية ،CLAHE وتقنية الأصلية، الصور

المسبقة المعاݍݨة تقنيات مختلف باستخدام InceptionV3 نموذج نتائج مقارنة .10 -3 جدول

Technique Accuracy Precision Recall F1-Score MCC
Images Original 0.7860 0.8213 0.8798 0.8495 0.4842

CLAHE 0.8197 0.8877 0.8442 0.8654 0.5947
Stain Normalization 0.8172 0.8710 0.8613 0.8661 0.5781

Stain + CLAHE 0.8256 0.8535 0.9006 0.8764 0.5834

أداء تحس؈ن ʏࢭ واܷݳ Ȋشɢل ساɸم المسبقة المعاݍݨة تقنيات تطبيق أن نلاحظ السابقة، النتائج خلال من
فقط. الأصلية الصور باستخدام مقارنة InceptionV3 نموذج

وɸو ،(MCC) ماثيو ارتباط معامل وقيمة العامة الدقة حيث من النتائج أضعف الأصلية الصور حققت فقد
اݍݵام. الɴسيجية الصور ʏࢭ الموجود التباين وضعف اللونية بالاختلافات النموذج تأثر ʄعڴ يدل ما

تصɴيف أخطاء بتقليل يتعلق فيما خاصة مݏݰوظ، Ȋشɢل النموذج أداء تحسن ،CLAHE تقنية تطبيق Ȋعد
داخل الدقيقة التفاصيل و୒براز ʏالموضڥ التباين تحس؈ن ʄعڴ التقنية ɸذه قدرة ʄإڲ ذلك وʉعود اݍݰميدة، اݍݰالات

الأɲܦݨة.
التلوʈن طرق عن الناتجة الاختلافات وتقليل الɴسيجية الألوان توحيد ʏࢭ ساɸمت فقد الصبغة توحيد تقنية أما

الفئت؈ن. ب؈ن أفضل توازن وتحقيق النموذج استقرار تحس؈ن ʄإڲ أدى مما اݝݵتلفة،
دقة ʄأعڴ حقق حيث ،ʏإجماڲ أداء أفضل Stain Normalizationو CLAHE تقنيۘܣ دمج أظɺر المقابل، ʏࢭ
وتوحيد التباين تحس؈ن ب؈ن اݍݨمع أن ʄإڲ النتائج ɸذه وȖش؈ف F1-Score. لـ قيمة وأفضل (Recall) للاس؅فجاع قيمة ʄوأعڴ

وفعالية. وضوحًا أك؆ف ɲسيجية خصائص باستخراج للنموذج ʇسمح الألوان
نموذج فعالية أثبȘت الۘܣ اݍݰديثة الدراسات من العديد مع الدراسة ɸذه ʏࢭ علٕڈا المتحصل النتائج تتفق
استخدام أن (2023) وآخرون Nawaz دراسة أظɺرت فقد الثدي. لسرطان الɴسيجية الصور تصɴيف ʏࢭ InceptionV3

55



بيɴت كما الثدي، سرطان صور تصɴيف ʏࢭ مرتفع أداء تحقيق ʄإڲ أدى بالنقل التعلم ʄعڴ المعتمد InceptionV3 نموذج
.[78] المɺمة الɴسيجية السمات استخراج ʄعڴ النموذج قدرة Ȗعزʈز ʏࢭ ʇسɺم التدرʈب قبل الصور جودة تحس؈ن أن

العميق للتعلم نماذج عدة قارنت الۘܣ ،(2024) وآخرون Alzubaidi دراسة مع الدراسة ɸذه نتائج تتوافق كما
المسبقة، المعاݍݨة تقنيات أن الدراسة ݰت وأوܷ InceptionV3. بئڈا ومن الثدي، لسرطان الɴسيجية الصور تصɴيف ʏࢭ
ʏࢭ استقراره وزʈادة النموذج أداء تحس؈ن ʄإڲ تؤدي أن يمكن للصور، البصرʈة اݍݵصائص وتوحيد التباين تحس؈ن مثل

.[79] التصɴيف عملية
الناتجة الɴسيجية الصور ʏࢭ اللونية الاختلافات أن (2023) وآخرون Gurcan دراسة بيɴت أخرى، جɺة ومن
استخدام وأن ،ʏالاصطناڤ الذɠاء ʄعڴ المعتمدة الȘܨݵيص أنظمة ʏࢭ الرئʋسية التحديات أحد تمثل التلوʈن عمليات عن
وɸو العميقة، النماذج دقة وتحس؈ن الاختلافات ɸذه تقليل ʏࢭ ʇسɺم أن يمكن الصبغة وتوحيد التباين تحس؈ن تقنيات
تحقيق ʄإڲ Normalization Stainو CLAHE تقنيۘܣ دمج أدى حيث الدراسة، ɸذه ʏࢭ علٕڈا المتحصل النتائج مع يتوافق ما

.[80] InceptionV3 لنموذج ʏإجماڲ أداء أفضل
تصɴيف ʏࢭ الفعالة النماذج من ʇعد InceptionV3 نموذج أن السابقة الدراسات مع المقارنة تؤكد عامة، وȋصفة
من يحسن أن يمكن المناسبة المسبقة المعاݍݨة تقنيات تطبيق أن ʄإڲ Ȗش؈ف كما الثدي، لسرطان الɴسيجية الصور
النتائج تدعمھ ما وɸو واݍݵبʋثة، اݍݰميدة الأورام ب؈ن التمي؈ق ʏࢭ النموذج كفاءة من وʈزʈد المستخرجة اݍݵصائص جودة

الدراسة. ɸذه ʏࢭ علٕڈا المتحصل

DenseNet201 نموذج نتائج 8 -3

لسرطان الɴسيجية الصور تصɴيف ʏࢭ DenseNet201 نموذج نتائج ومناقشة لعرض القسم ɸذا ص يُخصَّ
ومنحنيات الكمية المقايʋس ʄعڴ بالاعتماد التجرȋة مراحل مختلف ʏࢭ النموذج أداء دراسة التحليل وʉشمل الثدي.
ʄعڴ المسبقة المعاݍݨة تقنيات أثر وقياس التعميم ʄعڴ قدرتھ تقييم ٭ڈدف الالتباس، ومصفوفات والتحقق التدرʈب

التصɴيف. دقة

الاصلية الصور باستخدام DensNet201 نموذج نتائج 1 -8 -3

BreakHis بيانات قاعدة من الأصلية الصور باستخدام DenseNet201 نموذج تدرʈب تم التجرȋة، ɸذه ʏࢭ
الثدي لسرطان الɴسيجية الصور تصɴيف ʄعڴ النموذج قدرة تقييم ٭ڈدف وذلك مسبقة، معاݍݨة تقنيات أي تطبيق دون

الصور. من مباشرة المستخرجة اݍݵصائص ʄعڴ اعتمادًا
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الاصلية الصور ʄعڴ DenseNet-201 نموذج تصɴيف تقرʈر .11 -3 جدول

Class Precision Recall F1-Score Support
Benign 0.91 0.90 0.91 372

Malignant 0.96 0.96 0.96 815
Accuracy 0.94

Avg Macro 0.93 0.93 0.93 1187
Avg Weighted 0.94 0.94 0.94 1187

الɴسيجية الصور تصɴيف ʏࢭ مرتفعًا أداءً حقق DenseNet201 نموذج أن ʄإڲ التصɴيف تقرʈر نتائج Ȗش؈ف
ɠلتا تصɴيف ʄعڴ ممتازة قدرة النموذج أظɺر كما .94% ʏحواڲ (Accuracy) العامة الدقة بلغت حيث الثدي، لسرطان

سواء. حد ʄعڴ (Benign) اݍݰميدة والفئة (Malignant) اݍݵبʋثة للفئة مرتفعة نتائج تحقيق مع الفئت؈ن،
والاس؅فجاع (Precision) الدقة من لɢل 96% ʏحواڲ بلغت بقيم النتائج أفضل اݍݵبʋثة الفئة ܥݨلت وقد
ܵݰيحة. بصورة السرطانية اݍݰالات اكȘشاف ʄعڴ العالية النموذج قدرة ʄعڴ يدل مما (F1)-Score، ودرجة (Recall)
ʄعڴ النموذج قدرة ʇعكس ما وɸو ،90% المؤشرات Ȋعض تجاوز حيث جدًا، جيدة نتائج اݍݰميدة الفئة حققت كما

عالية. بكفاءة الفئت؈ن ب؈ن التمي؈ق

التعلم منحنيات تحليل 2 -8 -3

الأصلية الصور باستخدام DenseNet-201 لنموذج والتحقق التدرʈب منحنيات .9 -3 شكل

والتحقق التدرʈب مرحلۘܣ أثناء (Accuracy) والدقة (Loss) اݍݵسارة دالة من ɠل تطور الشɢل3- 9 ݳ يوܷ
الأصلية: الصور ʄعڴ DenseNet201 لنموذج

التدرʈب خسارة من ɠل ʏࢭ ومستقرًا تدرʈجيًا انخفاضًا المنحۚܢ يُظɺر :(Loss per Epoch) اݍݵسارة منحۚܢ
تقارب وجود يلاحظ كما التدرʈب. ٰڈاية وحۘܢ ʄالأوڲ اݍݰقب منذ (Validation Loss) التحقق وخسارة (Train Loss)
Ȋشɢل التعميم ʄعڴ النموذج وقدرة التعلم عملية استقرار ʄعڴ يدل مما فقط، طفيفة تذبذبات مع المنحني؈ن ب؈ن واܷݳ
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عند التدرʈب ٰڈاية ʏࢭ التحقق خسارة استقرت وقد .(Overfitting) التعلم فرط ʄعڴ واܷݰة مؤشرات ظɺور دون جيد
التعلم. عملية جودة ʇعكس ما وɸو ،(0.15) تقارب منخفضة قيمة

اݍݰقب خلال والتحقق التدرʈب دقة ʏࢭ سرʉعًا ارتفاعًا المنحۚܢ يب؈ن :(Accuracy per Epoch) الدقة منحۚܢ
تقارب يُلاحظ كما التدرʈب. من الأخ؈فة المراحل ʏࢭ 93% الدقة تجاوزت حۘܢ ʏڋʈتدر Ȋشɢل التحسن استمر ثم ،ʄالأوڲ
يؤكد مما التدرʈب، ٰڈاية ʏࢭ 94.5% ʏحواڲ بلغت تحقق دقة Ȗܦݨيل مع اݍݰقب، معظم خلال والتحقق التدرʈب منحنۛܣ

التعلم. فرط مشɢلة وتجنب المɺمة الɴسيجية اݍݵصائص استخراج ʄعڴ النموذج قدرة

الالتباس مصفوفة تحليل 3 -8 -3

الاصلية الصور ʄعڴ Densnet201 للنموذج الالتباس مصفوفة .10 -3 شكل
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الاختبار مجموعة ʄعڴ DenseNet-201 نموذج اختبار نتائج .12 -3 جدول

Metric Value
Accuracy Test 0.9419
Loss Test 0.1373
Precision 0.9560
Recall 0.9595
F1-Score 0.9577
MCC 0.8646

إجمالية دقة DenseNet201 نموذج حقق أعلاه، ݰت؈ن الموܷ الالتباس ومصفوفة الاختبار نتائج ʄعڴ بناءً
اكȘشاف ʄعڴ عالية قدرة النموذج أظɺر كما BreakHis. بيانات قاعدة من الأصلية الصور استخدام عند 94.19% بلغت
التطبيقات ʏࢭ مɺمة نȘيجة ʏوۂ ،95.95% ʏحواڲ (Recall) الاس؅فجاع معدل بلغ حيث ،(Malignant) اݍݵبʋثة اݍݰالات

المكȘشفة. غ؈ف السرطانية اݍݰالات عدد تقليل ʏࢭ دور من لɺا لما الطبية
ب؈ن قوي توافق وجود ʄإڲ ʇش؈ف مما ،(0.8646) ʏحواڲ (MCC) ماثيو ارتباط معامل قيمة بلغت أخرى، جɺة من

الفئت؈ن. ب؈ن ومتوازنًا مرتفعًا تصɴيفيًا أداءً وʉعكس والمتوقعة، اݍݰقيقية التصɴيفات
تم حيث ɲسȎيًا، محدودًا ɠان اݍݵاطئ التصɴيف حالات عدد أن نلاحظ الالتباس، مصفوفة تحليل خلال ومن
كفاءة ʄإڲ النتائج ɸذه وȖش؈ف حميدة. أٰڈا ʄعڴ فت صُنِّ خبʋثة حالة 33 مقابل خبʋثة، أٰڈا ʄعڴ حميدة حالة 36 تصɴيف
أداء تحقيق ʏࢭ أسɺم مما مٔڈما، لɢل المم؈قة الɴسيجية اݍݵصائص Ȗعلم ʄعڴ وقدرتھ الفئت؈ن، ب؈ن التمي؈ق ʏࢭ النموذج

ومتوازن. مرتفع تصɴيفي
الɴسيجية الصور تصɴيف ʄعڴ ممتازة قدرة يمتلك DenseNet201 نموذج أن النتائج أظɺرت عامة، بصفة
حيث من InceptionV3 نموذج ʄعڴ واܷݳ Ȋشɢل تفوق حيث فقط، الأصلية الصور استخدام عند حۘܢ الثدي لسرطان
استخراج تحس؈ن ʏࢭ (Connections Dense) الكثيفة الشبكة بɴية فعالية ʇعكس مما تقرʈبًا، الأداء مؤشرات جميع

التصɴيف. دقة وȖعزʈز السمات

(CLAHE) التباين تحسين الثانية: المرحلة نتائج 9 -3

٭ڈدف DenseNet201، نموذج تدرʈب قبل الɴسيجية الصور ʄعڴ CLAHE تقنية تطبيق تم المرحلة، ɸذه ʏࢭ
اݍݰدود توضيح ʏࢭ المعاݍݨة ɸذه ساعدت وقد اݝݨɺرʈة. الأɲܦݨة داخل الدقيقة التفاصيل و୒براز ʏاݝݰڴ التباين تحس؈ن
تقرʈر باستخدام densnet201 نموذج أداء تݏݵيص تم التعلم. أثناء للنموذج وضوحاً أك؆ف صوراً وفر مما اݍݵلوʈة، والبۚܢ

: ʏالتاڲ اݍݨدول ʏࢭ ݳ موܷ ɸو كما التصɴيف
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clahe تقنية باستخدام Desnet201 للنموذج تصɴيف تقرʈر .13 -3 جدول

Class Precision Recall F1-Score Support
Benign 0.93 0.87 0.93 372

Malignant 0.94 0.97 0.96 815
Accuracy 0.94

Avg Macro 0.93 0.92 0.93 1187
Avg Weighted 0.94 0.94 0.94 1187

الثدي، لسرطان الɴسيجية الصور تصɴيف ʏࢭ مرتفعاً أداءً حقق النموذج أن ʄإڲ التصɴيف تقرʈر نتائج Ȗش؈ف
اݍݵبʋثة اݍݰالات ʄعڴ التعرف ʄعڴ عالية قدرة النموذج أظɺر كما .94% ʏحواڲ (Accuracy) العامة الدقة بلغت حيث
ʏࢭ فعاليتھ ʄعڴ يدل مما ،96% بلغت F1-Score وقيمة 97% بلغت (Recall) الاس؅فجاع قيمة ܥݨل إذ ،(Malignant)

ܵݰيحة. بصورة وتصɴيفɺا السرطانية اݍݰالات معظم اكȘشاف
وقيمة ،93% (Precision) الدقة قيمة بلغت حيث جيدة، نتائج (Benign) اݍݰميدة الفئة حققت المقابل، ʏࢭ
من محدود عدد وجود ʄإڲ الفئت؈ن ب؈ن الȎسيط الاختلاف ɸذا وʉش؈ف .90% F1-Score وقيمة ،87% (Recall) الاس؅فجاع
الدقة ب؈ن جيد بتوازن النموذج احتفاظ مع اݍݵبʋثة، باݍݰالات مقارنة اݍݰميدة العينات تصɴيف ʏࢭ الالتباس حالات

والاس؅فجاع.
قيمة بلغت حيث مستقراً، أداءً Average Weightedو Average Macro من لɢل الإجمالية القيم ܥݨلت كما
استقرار ʇعكس مما و94%، 92% ب؈ن والاس؅فجاع الدقة قيم تراوحت ح؈ن ʏࢭ ،ʏالتواڲ ʄعڴ و94% 93% نحو F1-Score

بكفاءة. الفئت؈ن مع التعامل ʄعڴ وقدرتھ النموذج أداء
تحقيق مع واݍݵبʋثة، اݍݰميدة الأورام ب؈ن التمي؈ق ʏࢭ للنموذج العالية الكفاءة النتائج ɸذه Ȗعكس عامة، وȋصفة
وملاءمتھ فعاليتھ يؤكد مما اݍݵبʋثة، اݍݰالات عن الكشف ʏࢭ سيما ولا الأداء، مؤشرات ومختلف الدقة من مرتفع مستوى

العميق. التعلم تقنيات ʄعڴ المعتمدة الثدي لسرطان الɴسيجية الصور تصɴيف لتطبيقات
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التعلم منحنيات تحليل 1 -9 -3

CLAHE بتقنية DenseNet-201 لنموذج والتحقق التدرʈب منحنيات .11 -3 شكل

والتحقق التدرʈب مرحلۘܣ أثناء (Accuracy) والدقة (Loss) اݍݵسارة دالة من ɠل تطور 11 -3 الشɢل ݳ يوܷ
منحۚܢ ثم اݍݵسارة منحۚܢ سلوك وصف ʏيڴ وفيما CLAHE. المسبقة المعاݍݨة تقنية تطبيق Ȋعد DenseNet لنموذج

التدرʈب. عملية خلال الدقة
تطبيق Ȋعد وفعالاً مستقراً تدرȎʈياً سلوɠاً أظɺر DenseNet201 نموذج أن والدقة اݍݵسارة منحنۛܣ من نلاحظ
وخسارة (Loss Train) التدرʈب خسارة من لɢل ومنتظماً تدرʈجياً انخفاضاً اݍݵسارة منحۚܢ ܥݨل فقد CLAHE. تقنية
التدرʈب بداية ʏࢭ مرتفعة مستوʈات من القيم انخفضت حيث التدرȎʈية، اݍݰقب مدار ʄعڴ (Loss Validation) التحقق
التعميم. ʄعڴ قدرتھ وتحس؈ن للصور المم؈قة اݍݵصائص Ȗعلم ʏࢭ النموذج نجاح ʄعڴ يدل مما ٰڈايتھ، ʏࢭ منخفضة قيم ʄإڲ
ʄإڲ ʇش؈ف ما وɸو مݏݰوظ، تباعد حدوث دون والتحقق التدرʈب منحنۛܣ ب؈ن كب؈ف تقارب وجود يُلاحظ كما
Ȋعض ظɺور من الرغم ʄوعڴ .(Overfitting) التعلّم فرط مشɢلة من النموذج معاناة وعدم التعلم عملية استقرار
ʏࢭ تؤثر ولم محدود نطاق ضمن بقيت فإٰڈا التدرʈب، من المتقدمة المراحل خلال التحقق منحۚܢ ʏࢭ الطفيفة التذبذبات

للمنحۚܢ. العام الاتجاه
Validation) التحقق ودقة (Accuracy Train) التدرʈب دقة منحنۛܣ من ɠل أظɺر فقد الدقة، لمنحۚܢ بالɴسبة أما
قيم عند تدرʈجياً استقرت ثم ʄالأوڲ اݍݰقب خلال Ȋسرعة الدقة ارتفعت حيث منتظماً، تصاعدياً اتجاɸاً (Accuracy
ʄعڴ متوازن أداء تحقيق ʄعڴ النموذج قدرة ʇعكس المنحني؈ن ب؈ن الواܷݳ التقارب أن كما التدرʈب. ٰڈاية ʏࢭ مرتفعة

المرئية. غ؈ف والبيانات التدرʈب بيانات
و୒براز الɴسيجية الصور جودة تحس؈ن ʏࢭ ساɸم CLAHE تقنية تطبيق أن النتائج ɸذه تؤكد عامة، وȋصفة
مستقر أداء وتحقيق ʄأعڴ بكفاءة المɺمة اݍݵصائص استخراج من DenseNet201 نموذج مكّن مما الدقيقة، تفاصيلɺا

الثدي. سرطان صور تصɴيف ʏࢭ مرتفعة ودقة
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الالتباس مصفوفة تحليل 2 -9 -3

CLAHE تقنية باستخدام Densnet201 للنموذج الالتباس مصفوفة .12 -3 شكل

CLAHE تقنية باستخدام DenseNet-201 نموذج تقييم نتائج .14 -3 جدول

Metric Value
Accuracy Test 0.9377

Loss Test 0.1839
Precision 0.9427

Recall 0.9681
F1-Score 0.9552

MCC 0.8536

إجمالية دقة حقق DenseNet-201 نموذج أن ʄإڲ أعلاه ݰت؈ن الموܷ الالتباس ومصفوفة الاختبار نتائج Ȗش؈ف
واݍݵبʋثة، اݍݰميدة اݍݰالات ب؈ن التمي؈ق ʄعڴ عالية قدرة النموذج أظɺر كما CLAHE تقنية استخدام عند 93.77% بلغت
F1- قيمة بلغت ح؈ن ʏࢭ ،ʏالتواڲ ʄعڴ و96.81% 94.27% (Recall) والاس؅فجاع (Precision) الدقة قيمتا بلغت حيث

والاس؅فجاع. الدقة ب؈ن جيداً توازناً ʇعكس مما ،95.52% ʏحواڲ Score
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وجود ʄإڲ Ȗش؈ف مرتفعة قيمة ʏوۂ ،0.8536 ʏحواڲ (MCC) ماثيو ارتباط معامل قيمة بلغت أخرى، جɺة ومن
التصɴيف. عملية ʏࢭ النموذج موثوقية يؤكد مما اݍݰقيقية، والتصɴيفات المتوقعة التصɴيفات ب؈ن قوي توافق

خبʋثة حالة و789 حميدة حالة 324 تصɴيف من تمكن النموذج أن الالتباس مصفوفة تحليل يُظɺر كما
ɸذه وȖش؈ف حميدة. أٰڈا ʄعڴ خبʋثة حالة و26 خبʋثة أٰڈا ʄعڴ حميدة حالة 48 تصɴيف ʏࢭ أخطأ بʋنما ܵݰيحاً، تصɴيفاً

التصɴيفية. الدقة من مرتفع مستوى ʄعڴ اݍݰفاظ مع اݍݵبʋثة اݍݰالات معظم اكȘشاف ʄعڴ النموذج قدرة ʄإڲ النتائج
المɺمة، التفاصيل و୒براز الɴسيجية الصور جودة تحس؈ن ʏࢭ CLAHE تقنية فعالية النتائج تؤكد عامة، وȋصفة

التقييم. مؤشرات مختلف ʏࢭ مرتفعة نتائج وتحقيق DenseNet-201 نموذج أداء Ȗعزʈز ʏࢭ ساɸم مما

الصبغة توحيد الثالثة: المرحلة نتائج 10 -3

ظروف تباين عن الناتجة اللونية الاختلافات تقليل ٭ڈدف الصبغة توحيد تقنية تطبيق تم المرحلة، ɸذه ʏࢭ
DenseNet201 نموذج ʄإڲ المدخلة الصور تجاɲس لتحس؈ن وذلك الɴسيجية، العينات ب؈ن اݝݵ؄في والتحض؈ف الصبغ

للأɲܦݨة. البɴيوʈة اݍݵصائص ʄعڴ أك؄ف بصورة ال؅فك؈ق من وتمكينھ

الصبغة توحيد Ȋعد Densnet201 نموذج تصɴيف تقرʈر .15 -3 جدول

class Precision Recall F1-Score Support
Benign 0.76 0.80 0.78 372

Malignant 0.91 0.89 0.90 815
Accuracy 0.86

Avg Macro 0.83 0.84 0.84 1187
Avg Weighted 0.86 0.86 0.86 1187

الثدي، لسرطان الɴسيجية الصور تصɴيف ʏࢭ جيداً أداءً حقق النموذج أن ʄإڲ التصɴيف تقرʈر نتائج Ȗش؈ف
(Benign) اݍݰميدة الأورام ب؈ن التمي؈ق ʄعڴ مناسبة قدرة ʇعكس مما ،86% ʏحواڲ (Accuracy) العامة الدقة بلغت حيث
،91% (Precision) النوعية الدقة بلغت إذ النتائج، أفضل اݍݵبʋثة الفئة ܥݨلت وقد .(Malignant) اݍݵبʋثة والأورام
التعرف ʏࢭ النموذج كفاءة النتائج ɸذه وت؄ُفز .90% ʄإڲ F1-Score مقياس قيمة وصلت بʋنما ،89% (Recall) والاس؅فجاع

الطۗܣ. الȘܨݵيص تطبيقات ʏࢭ مɺماً عاملاً ʇُعد ما وɸو ܵݰيح، Ȋشɢل وتصɴيفɺا اݍݵبʋثة اݍݰالات ʄعڴ
(Precision) النوعية الدقة بلغت حيث اݍݵبʋثة، بالفئة مقارنة ɲسȎياً أقل أداءً اݍݰميدة الفئة حققت المقابل، ʏࢭ
وجود ʄإڲ التباين ɸذا وʉش؈ف .78% قدرɸا قيمة F1-Score مقياس ܥݨل ح؈ن ʏࢭ ،80% (Recall) والاس؅فجاع ،76%

اݍݰميدة. باݍݰالات المرتبطة التصɴيفية الأخطاء عدد ʏࢭ ɲسۗܣ ارتفاع ʄإڲ أدى مما الفئت؈ن، ب؈ن التمي؈ق ʏࢭ الصعوȋات Ȋعض
والاس؅فجاع النوعية الدقة من لɢل 86% بلغت قيماً (Average Weighted) الموزون المتوسط نتائج أظɺرت كما
النموذج أن ʄعڴ القيم ɸذه وتدل .84% ʏحواڲ (Average Macro) ʏالكڴ المتوسط بلغ ح؈ن ʏࢭ ،F1-Score ومقياس
فعالية النتائج ɸذه تؤكد عامة، وȋصفة الفئت؈ن. ب؈ن الأداء مستوى ʏࢭ تفاوت وجود رغم عامة بصورة متوازن بأداء يتمتع
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إمɢانية ʇعزز مما اݍݵبʋثة، اݍݰالات اكȘشاف ʏࢭ مݏݰوظ تفوق مع الثدي، لسرطان الɴسيجية الصور تصɴيف ʏࢭ النموذج
للمرض. المبكر الȘܨݵيص لدعم مساعدة ɠأداة توظيفھ

التعلم منحنيات تحليل 1 -10 -3

توحيد تقنية باستخدام DenseNet201 لنموذج والتحقق التدرʈب منحنيات .13 -3 شكل
الصبغة

الɴسيجية. الصور ʄعڴ الصبغة توحيد تقنية تطبيق Ȋعد DenseNet201 نموذج أداء الشɢل3- 13تطور ݳ يوܷ
مما التصوʈر، وظروف التلوʈن بروتوɠولات اختلاف عن الناتجة اللونية التباينات توحيد ʏࢭ التقنية ɸذه ساɸمت وقد

المرضية. بالأɲܦݨة المرتبطة المɺمة السمات استخراج عملية وȖسɺيل المدخلة البيانات تجاɲس تحس؈ن ʄإڲ أدى

Train) التدرʈب خسارة من ɠل ʏࢭ ومستقر ʏڋʈتدر انخفاض يُلاحظ :(Loss per Epoch) اݍݵسارة منحۚܢ •
طوال المنحني؈ن ب؈ن واܷݳ تقارب مع التدرȎʈية، اݍݰقب مدار ʄعڴ (Validation Loss) التحقق وخسارة (Loss
دون المعاݍݨة البيانات من الاستفادة ʄعڴ النموذج وقدرة التدرʈب استقرار ʄإڲ السلوك ɸذا وʉش؈ف التعلم. عملية
الصبغة توحيد تقنية فعالية التقارب ɸذا ʇعكس كما .(Overfitting) التعلّم فرط ʄعڴ واܷݰة مؤشرات ظɺور
الɴسيجية اݍݵصائص ʄعڴ ال؅فك؈ق ʄعڴ النموذج ساعد مما الصور، ب؈ن فيھ المرغوب غ؈ف اللوɲي التباين تقليل ʏࢭ

الȘܨݵيصية. الأɸمية ذات

مرحلۘܣ خلال النموذج أداء ʏࢭ تدرʈجيًا ارتفاعًا الدقة منحۚܢ يُظɺر :(Accuracy per Epoch) الدقة منحۚܢ •
ٰڈاية ʏࢭ مرتفعة مستوʈات بلغت أن ʄإڲ اݍݰقب عدد زʈادة مع التحسن ʏࢭ الدقة استمرت حيث والتحقق، التدرʈب
ʄعڴ يدل ما وɸو الأخ؈فة، المراحل ʏࢭ التذبذبات وانخفاض والتحقق التدرʈب منحنۛܣ تقارب يُلاحظ كما التدرʈب.
توحيد تقنية مساɸمة ʄإڲ الأداء ɸذا إرجاع وʈمكن التعميم. ʄعڴ النموذج قدرة وتحسن التعلم عملية استقرار
والتفرʈق المم؈قة السمات استخراج النموذج ʄعڴ سɺّل مما الɴسيجية، للصور اللوɲي المظɺر توحيد ʏࢭ الصبغة

كفاءة. أك؆ف بصورة واݍݵبʋثة اݍݰميدة اݍݰالات ب؈ن
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الالتباس مصفوفة تحليل 2 -10 -3

الصبغة توحيد عند Densnet201 للنموذج الالتباس مصفوفة .14 -3 شكل

DenseNet201 نموذج اختبار نتائج .16 -3 جدول

Metric Value
Accuracy Test 0.8593
Loss Test 0.3044
Precision 0.9070
Recall 0.8859
F1-Score 0.8963
MCC 0.6780

الاختبار، مجموعة ʄعڴ جيدًا أداءً DenseNet201 نموذج أظɺر الالتباس، ومصفوفة الاختبار نتائج ʄعڴ بناءً
و88.59% ،Precision لمقياس 90.70% بلغت قيمًا النموذج ܥݨل كما .85.93% الɢلية التصɴيف دقة بلغت حيث
وȖعكس .67.80% بلغ الذي (MCC) ماثيوز ارتباط معامل ʄإڲ إضافة ،F1-score لمقياس و89.63% ،Recall لمقياس

اݝݵتلفة. اݍݰالات ب؈ن التمي؈ق ʄعڴ مقبولة قدرة مع الفئت؈ن، ب؈ن ɲسȎيًا متوازنًا تصɴيفيًا أداءً النتائج ɸذه
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اݍݰميدة الفئة من عينة 298 تصɴيف من تمكن النموذج أن الالتباس،يتܸݳ مصفوفة تحليل خلال ومن
حالة 74 تصɴيف تم ح؈ن ʏࢭ الفئة، ɸذه عينات ʏإجماڲ من 79.57% ɲسبة يمثل ما وɸو ܵݰيح، Ȋشɢل (Benign)
عينة 722 تصɴيف تم فقد (Malignant)، اݍݵبʋثة للفئة بالɴسبة أما .20.43% بɴسبة خبʋثة أٰڈا ʄعڴ خاطئ Ȋشɢل
.11.41% بɴسبة حميدة أٰڈا ʄعڴ ܵݰيح غ؈ف Ȋشɢل تصɴيفɺا تم خبʋثة حالة 93 مقابل ،88.59% بɴسبة ܵݰيح Ȋشɢل
بالغ أمر وɸو اݍݰميدة، باݍݰالات مقارنة اݍݵبʋثة اݍݰالات ʄعڴ التعرف ʄعڴ ɲسȎيًا أفضل قدرة يُظɺر النموذج أن وʈُلاحظ
الۘܣ اݍݵبʋثة اݍݰالات أي ،(Negatives False) الɢاذبة السلبية حالات تقليل لأɸمية نظرًا الطبية، التطبيقات ʏࢭ الأɸمية
الأخطاء Ȋعض وجود مع التعميم، ʄعڴ للنموذج جيدة قدرة ذلك وʉعكس حميدة. أٰڈا ʄعڴ خاطئ Ȋشɢل تصɴيفɺا يتم

اݝݰدودة.

و CLAHE تقنيتي دمج الرابعة: المرحلة نتائج 11 -3
Normalization Stain

من وذلك التعميم، ʄعڴ DenseNet نموذج قدرة تحس؈ن ʄإڲ ٮڈدف دمج اس؅فاتيجية اعتماد المرحلة ɸذه ʏࢭ تم
Normalization Stainو ʏاݝݰڴ التباين لتعزʈز CLAHE ذلك ʏࢭ بما الطبية، للصور المسبقة المعاݍݨة تقنيات ب؈ن اݍݨمع خلال
الصور ب؈ن فيھ المرغوب غ؈ف التباين تقليل ʏࢭ الدمج ɸذا ساɸم وقد الɴسيجية. العينات ب؈ن الألوان خصائص لتوحيد

الاختبار. مرحلة خلال النموذج أداء ʄعڴ إيجابًا اɲعكس مما الɴسيجية، البۚܢ وضوح وتحس؈ن

الدمج Ȋعد DenseNet نموذج تصɴيف تقرʈر .17 -3 جدول

الفئة Precision Recall F1-Score Support
Benign 0.86 0.66 0.75 372

Malignant 0.86 0.95 0.90 815
Accuracy 0.86 1187

Avg Macro 0.86 0.81 0.83 1187
Avg Weighted 0.86 0.86 0.85 1187

(Accuracy) الɢلية التصɴيف دقة بلغت حيث عام، Ȋشɢل جيدًا أداءً حقق النموذج أن التصɴيف تقرʈر يُظɺر
ʄعڴ العالية النموذج قدرة ʄعڴ يدل مما ،(0.95) Recall حيث من ʄأعڴ أداءً Malignant فئة ܥݨلت كما .86% ʏحواڲ

الطبية. التطبيقات ʏࢭ الأɸمية بالغ أمر وɸو ܵݰيح، Ȋشɢل السرطانية اݍݰالات اكȘشاف
تصɴيفɺا تم الۘܣ اݍݰالات Ȋعض وجود ʄإڲ ʇش؈ف مما ،(0.66) أقل Recall قيمة Benign فئة ܥݨلت المقابل، ʏࢭ
العام الأداء استقرار فتؤكد (Average Weighted و Average Macro) المتوسطة القيم أما خبʋثة. أٰڈا ʄعڴ خاطئ Ȋشɢل

البيانات. توازن لعدم واܷݳ تأث؈ف مع
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التعلم منحنيات تحليل 1 -11 -3

الدمج عند DenseNet-201 لنموذج والتحقق التدرʈب منحنيات .15 -3 شكل

والتحقق التدرʈب مرحلۘܣ أثناء (Accuracy) والدقة (Loss) اݍݵسارة دالة من ɠل تطور 15 -3 الشɢل ݳ يوܷ
.(Normalization Stain) الألوان وتوحيد CLAHE المسبقة المعاݍݨة تقنيۘܣ تطبيق Ȋعد DenseNet لنموذج

(Loss per Epoch) الخسارة منحنى
Vali-) التحقق وخسارة (Train Loss) التدرʈب خسارة قيم ʏࢭ ومستقرًا ومنتظمًا تدرʈجيًا انخفاضًا نلاحظ
اݍݰقبة ʏࢭ 0.37 دون ما ʄإڲ لتصل 0.60 ʏحواڲ من القيم تراجعت حيث التدرȎʈية، اݍݰقب مختلف ع؄ف (dation Loss

البيانات ʄعڴ جيد Ȗعميم وتحقيق فعال Ȋشɢل التعلم ʄعڴ النموذج قدرة المتناسق الɺبوطي السلوك ɸذا وʉعكس الأخ؈فة.
.(Generalization) المرئية غ؈ف

ظɺور دون والتحقق التدرʈب منحنۛܣ ب؈ن واܷݳ تقارب يُلاحظ الأصلية، الصور ʄعڴ المدرȋة النماذج عكس ʄوعڴ
التذبذبات Ȋعض ܥُݨلت ذلك، ومع .(Overfitting) التعلّم فرط ݍݰالة واܷݳ غياب ʄإڲ ʇش؈ف مما (Divergence) تباعد أي
وɸو ،ʏالتنازڲ مسارɸا ʄإڲ Ȗعود أن قبل (11 Epoch) عشرة اݍݰادية اݍݰقبة عند التحقق خسارة ʏࢭ والمؤقتة الطفيفة
الطبية البيانات مع خصوصًا (Optimization Mini-batch) للأوزان العشواǿي التحديث بآلية يرتبط ʏطبيڥ سلوك

التعقيد. عالية

(Accuracy per Epoch) الدقة منحنى

تدرʈجيًا تحسɴت ثم 69% ʏحواڲ من التدرʈب دقة بدأت حيث مستقرًا، تصاعديًا سلوɠًا الدقة منحۚܢ يُظɺر
التدرʈب. ٰڈاية ʏࢭ 84.5% ʏحواڲ ʄإڲ لتصل ثابت وȌشɢل
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ʏࢭ التذبذب Ȋعض مع التصاعدي الاتجاه نفس (Validation Accuracy) التحقق دقة اتبعت المقابل، ʏࢭ
.86.5% و 83% ب؈ن تراوحت حيث المتقدمة، المراحل

CLAHE تقنيۘܣ لدمج الإيجاȌي الأثر بوضوح Ȗعكس تفوقھ، وأحيانًا التدرʈب، مع التحقق أداء تقارب ملاحظة إن
الɴسيجية، البۚܢ تباين وتحس؈ن المرغوȋة غ؈ف اللونية الفروقات تقليل ʏࢭ الدمج ɸذا ساɸم حيث .Stain Normalizationو

اݍݨديدة. البيانات ʄعڴ التعميم وتحس؈ن المɺمة اݍݵصائص استخراج ʄعڴ النموذج قدرة Ȗعزʈز ʄإڲ أدى مما

الالتباس مصفوفة تحليل 2 -11 -3

الصبغة توحيد عند Densnet201 للنموذج الالتباس مصفوفة .16 -3 شكل
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الدمج Ȋعد DenseNet نموذج اختبار نتائج .18 -3 جدول

المقياس القيمة
Loss Test 0.3171
Accuracy 0.8602
Precision 0.8602

Recall 0.9509
Score F1 0.9033

MCC 0.6641

جيداً أداءً CLAHE تقنية دمج Ȋعد DenseNet201 نموذج حقق الالتباس، ومصفوفة الاختبار نتائج ʄعڴ بناءً
Recallو ،86.02% Ȗساوي Precision قيمة مع ،86.02% الإجمالية التصɴيف دقة بلغت حيث الاختبار، مجموعة ʄعڴ
مما ،66.41% بلغ الذي (MCC) ماثيو ارتباط معامل ʄإڲ بالإضافة ،90.33% ʄإڲ وصلت F1-scoreو ،95.09% بلغت

اݍݵبʋثة. اݍݰالات ʄعڴ التعرف ʏࢭ خاصة قوي تصɴيفي أداء تحقيق ʄعڴ النموذج قدرة ʇعكس
اݍݰميدة الفئة من عينة 246 تصɴيف من تمكن النموذج أن يتܸݳ الالتباس، مصفوفة تحليل خلال ومن
عينة 775 تصɴيف تم المقابل، ʏࢭ خبʋثة. أٰڈا ʄعڴ خاطئ Ȋشɢل تصɴيفɺا تم حالة 126 مقابل ܵݰيح، Ȋشɢل (Benign)
ʄعڴ ܵݰيح غ؈ف Ȋشɢل تصɴيفɺا تم خبʋثة حالة 40 Ȗܦݨيل تم بʋنما ܵݰيح، Ȋشɢل (Malignant) اݍݵبʋثة الفئة من
Recall، قيمة ارتفاع يفسر ما وɸو اݍݵبʋثة، اݍݰالات تجاه جداً عالية حساسية يُظɺر النموذج أن وʈُلاحظ حميدة. أٰڈا
ʄعڴ ذلك ɠان و୒ن حۘܢ Negatives)، (False الإغفال حالات تقليل يُفضل حيث الطبية التطبيقات ʏࢭ مɺماً أمراً ʇُعد مما

الɢاذبة. الإيجابية اݍݰالات ʏࢭ Ȋسيطة زʈادة حساب

للنتائج العامة المناقشة 12 -3

تصɴيف ʏࢭ DenseNet201 نموذج أداء ʄعڴ المسبقة المعاݍݨة تقنيات تأث؈ف تقييم ʄإڲ الدراسة ɸذه ٮڈدف
النموذج أداء مقارنة تمت ذلك، ولتحقيق BreakHis. بيانات قاعدة ʄعڴ اعتمادًا الثدي لسرطان الɴسيجية الصور

معًا. التقنʋت؈ن دمج ʄإڲ بالإضافة ،Normalization Stain وتقنية ،CLAHE وتقنية الأصلية، الصور باستخدام

المسبقة المعاݍݨة تقنيات مختلف تحت DenseNet201 نموذج أداء مقارنة .19 -3 جدول

Technique Accuracy Precision Recall F1-Score MCC
Images Original 0.9419 0.9560 0.9595 0.9577 0.8646

CLAHE 0.9377 0.9427 0.9681 0.9552 0.8536
Stain Normalization 0.8593 0.9070 0.8859 0.8963 0.6780

Stain + CLAHE 0.8602 0.8602 0.9509 0.9033 0.6641
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الصور استخدام عند أداء أفضل حقق DenseNet201 نموذج أن يتܸݳ علٕڈا، المتحصل النتائج خلال من
ʄعڴ النموذج قدرة ʄعڴ يدل مما ،(MCC) ماثيو ارتباط لمعامل قيمة وأفضل تصɴيف دقة ʄأعڴ ܥݨل حيث الأصلية،

مكثفة. إضافية معاݍݨات ʄإڲ اݍݰاجة دون الصور من مباشرة المɺمة الɴسيجية اݍݵصائص استخراج
مرتفع مستوى ʄعڴ النموذج حافظ حيث الأصلية، الصور أداء من جدًا قرʈبًا أداءً CLAHE تقنية أظɺرت كما
تحس؈ن ʄعڴ التقنية ɸذه قدرة ʄإڲ ذلك وʉُعزى اݍݵبʋثة. لݏݰالات ʄأعڴ (Recall) اس؅فجاع قيمة تحقيق مع الدقة من
اݍݰالات من أك؄ف عدد اكȘشاف ʄعڴ النموذج ʇساعد مما الأɲܦݨة، داخل الدقيقة التفاصيل و୒براز ʏالموضڥ التباين

السرطانية.
بالصور مقارنة الأداء مؤشرات ʏࢭ مݏݰوظ انخفاض ʄإڲ Normalization Stain تقنية تطبيق أدى المقابل، ʏࢭ
صور ʏࢭ الموجودة المم؈قة اللونية اݍݵصائص Ȋعض غ؈ّفت قد الصبغة توحيد عملية بأن ذلك تفس؈ف وʈمكن الأصلية.

التصɴيف. عملية أثناء النموذج مٔڈا ʇستفيد والۘܣ BreakHis بيانات قاعدة
باستخدام مقارنة إضافيًا تحسنًا النموذج ʇُܦݨل فلم ،Normalization Stainو CLAHE تقنيۘܣ دمج عند أما
أن إلا للاس؅فجاع، مرتفعة قيمة Ȗܦݨيل من الرغم ʄوعڴ الصبغة. توحيد نتائج من قرʈبًا الأداء بقي بل وحدɸا، CLAHE

خبʋثة. أٰڈا ʄعڴ
ً
خطأ المصنفة اݍݰميدة اݍݰالات عدد زʈادة ʄإڲ ʇش؈ف MCC وقيمة (Precision) النوعية الدقة انخفاض

منحنيات ب؈ن واܷݳ تقارب مع التجارب، مختلف ʏࢭ التدرʈب أثناء جيدًا استقرارًا التعلم منحنيات أظɺرت كما
التعلم فرط بظاɸرة كب؈ف Ȋشɢل تأثره وعدم التعميم ʄعڴ DenseNet201 نموذج قدرة ʄعڴ يدل مما والتحقق، التدرʈب

.(Overfitting)
الɴسيجية الصور تصɴيف ʄعڴ عالية بقدرة يتمتع DenseNet201 نموذج أن ʄإڲ النتائج Ȗش؈ف عامة، بصفة
تحقق لم ح؈ن ʏࢭ الدراسة، ɸذه ضمن فعالية المسبقة المعاݍݨة تقنيات أك؆ف Ȗُعد CLAHE تقنية وأن الثدي، لسرطان

الأصلية. الصور باستخدام مقارنة ملموسًا تحسنًا CLAHE مع دمجɺا أو Normalization Stain تقنية
نموذج فعالية أكدت الۘܣ اݍݰديثة الدراسات من العديد مع الدراسة ɸذه ʏࢭ علٕڈا المتحصل النتائج تتفق
قائمًا نموذجًا (2023) وآخرون Kaya دراسة قدمت فقد الثدي. لسرطان الɴسيجية الصور تصɴيف ʏࢭ DenseNet201
ʏࢭ مرتفعة دقة معدلات تحقيق ʄعڴ النموذج قدرة النتائج وأظɺرت ،DenseNet201 باستخدام بالنقل التعلم ʄعڴ
الɴسيجية اݍݵصائص استخراج ʏࢭ للنموذج الكثيفة البɴية كفاءة يؤكد مما ،BreakHis بيانات قاعدة صور تصɴيف

.[81] المɺمة
لاستخراج DenseNet201 نموذج استخدمت الۘܣ ،(2023) وآخرون Ak دراسة مع الدراسة ɸذه نتائج تتوافق كما
متم؈قًا أداءً حقق النموذج أن الدراسة أظɺرت وقد XGBoost. مصنف مع BreakHis صور من العميقة اݍݵصائص
لتصɴيف فعالاً أسلوȋًا ʇعد DenseNet201 باستخدام بالنقل التعلم أن وأكدت الأخرى، النماذج من بالعديد مقارنة

.[82] واݍݵبʋثة اݍݰميدة الأورام
بئڈا من بالنقل، Ȗعلم نماذج عدة قارنت الۘܣ (2024) وآخرون Ramasamy دراسة بيɴت أخرى، جɺة ومن
تصɴيف ʄعڴ عالية قدرة تمتلك DenseNet نماذج أن ،MobileNetV2و InceptionV3و DenseNet121و DenseNet201

.[83] المستخدمة المسبقة المعاݍݨة وأساليب البيانات لطبيعة تبعًا الأداء اختلاف مع الɴسيجية، الصور
ʏࢭ الفعالة النماذج أحد يمثل DenseNet201 نموذج أن السابقة الدراسات مع المقارنة تؤكد عامة، وȋصفة
خصائص ʄعڴ ʇعتمد المسبقة المعاݍݨة تقنيات تأث؈ف أن ʄإڲ Ȗش؈ف كما الثدي، لسرطان الɴسيجية الصور تصɴيف مجال
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وتقنية الأصلية الصور أن أظɺرت الۘܣ اݍݰالية، الدراسة نتائج مع الملاحظات ɸذه وتتفق النموذج. عمل وآلية البيانات
التصɴيف. دقة ʏࢭ واܷݳ تحس؈ن ʄإڲ يؤديا لم CLAHE مع دمجھ أو الصبغة توحيد أن ح؈ن ʏࢭ أداء، أفضل قدمتا CLAHE

Vision Transformer نموذج نتائج 13 -3

الصور تصɴيف ʏࢭ أدائھ ومناقشة (ViT) Transformer Vision نموذج نتائج لاستعراض القسم ɸذا ص يُخصَّ
مقايʋس دراسة خلال من التجرȋة مراحل مختلف ʏࢭ النموذج أداء مقارنة ʄعڴ التحليل وʈركز الثدي. لسرطان الɴسيجية
المسبقة المعاݍݨة تقنيات من استفادتھ مدى لتقييم وذلك الالتباس، ومصفوفات والتحقق، التدرʈب ومنحنيات التقييم،

الصور. جودة وتحس؈ن

الأصلية البيانات على الأداء الأولى: المرحلة نتائج 1 -13 -3
(Baseline)

تطبيق دون BreaKHis بيانات قاعدة من الأصلية الصور باستخدام ViT نموذج تدرʈب تم التجرȋة، ɸذه ʏࢭ
(Self- الذاȖي الانȘباه وآليات الرؤʈة اݝݰولات بɴية كفاءة تقييم ʄإڲ اݍݵطوة ɸذه ٮڈدف مسبقة. معاݍݨة تقنيات أي
بالشبɢات ومقارنْڈا اݍݵام، الصور من مباشرة والموضعية العالمية الɴسيجية والم؈قات العلاقات استخلاص ʏࢭ Attention)
```latex :ʏالتاڲɠ Report) (Classification التصɴيف تقرʈر باستخدام ViT نموذج أداء تݏݵيص تم التقليدية الالتفافية

ViT نموذج تصɴيف تقرʈر .20 -3 جدول

الفئة Precision Recall F1-Score Support
Benign 0.92 0.93 0.92 372

Malignant 0.97 0.96 0.96 815
Avg Macro 0.94 0.95 0.94 1187

Avg Weighted 0.95 0.95 0.95 1187
Accuracy 0.95

حيث الثدي، لسرطان الɴسيجية الصور تصɴيف ʏࢭ مرتفعاً أداءً حقق ViT نموذج أن التصɴيف تقرʈر ݳ يوܷ
واݍݵبʋثة. اݍݰميدة العينات ب؈ن التمي؈ق ʏࢭ النموذج كفاءة ʇعكس مما ،95% نحو (Accuracy) الɢلية الدقة بلغت

ܥݨل ح؈ن ʏࢭ ،0.93 بلغت Recall وقيمة 0.92 بلغت Precision قيمة النموذج حقق ،Benign لفئة بالɴسبة
التصɴيف. أخطاء تقليل مع اݍݰميدة اݍݰالات ʄعڴ التعرف ʄعڴ جيدة قدرة ʄإڲ ʇش؈ف مما ،0.92 قيمة F1-Score

Recall وقيمة 0.97 Precision قيمة بلغت حيث متم؈قاً، أداءً النموذج أظɺر فقد ،Malignant لفئة بالɴسبة أما
وɸو بدقة، وتصɴيفɺا اݍݵبʋثة اݍݰالات اكȘشاف ʏࢭ عالية كفاءة ʄعڴ يدل مما ،0.96 قدره F1-Score حقق كما ،0.96

الثدي. سرطان بȘܨݵيص اݍݵاصة الطبية التطبيقات ʏࢭ الأɸمية بالغ أمر
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التعلم منحنيات تحليل 2 -13 -3

الأصلية. الصور باستخدام ViT لنموذج والتحقق التدرʈب منحنيات .17 -3 شكل

(ViT) Transformer Vision نموذج أداء تطور الشɢل ݳ يوܷ اݍݵسارة دالة من ɠل تطور 17 -3 الشɢل ݳ يوܷ
. والتحقق التدرʈب مرحلۘܣ خلال

:(Loss per Epoch) اݍݵسارة منحۚܢ •

مع (Validation Loss) التحقق وخسارة (Train Loss) التدرʈب خسارة من ɠل ʏࢭ ʏڋʈتدر انخفاض يُلاحظ
مع التدرʈب، مراحل معظم خلال التدرʈب خسارة من أقل التحقق خسارة بقيت كما التدرȎʈية. اݍݰقب تقدم

التعلم. عملية استقرار ʇعكس مما الأخ؈فة، اݍݰقب ʏࢭ واستقرارɸما تدرʈجياً المنحني؈ن تقارب

:(Accuracy per Epoch) الدقة منحۚܢ •

ʏࢭ 95% الدقة تجاوزت حيث ،ʄالأوڲ اݍݰقب منذ والتحقق التدرʈب من ɠل دقة ʏࢭ تدرʈجياً ارتفاعاً المنحۚܢ يُظɺر
ʄأعڴ قيم Ȗܦݨيل مع التدرʈب، دقة منحۚܢ من قرʈباً التحقق دقة منحۚܢ بقي كما التدرʈب. من المتقدمة المراحل

للأداء. العام الاتجاه ʏࢭ تؤثر لا طفيفة تذبذبات وجود مع اݍݰقب، Ȋعض ʏࢭ بقليل

من ɠل استقرار مع التدرʈب، عملية خلال ViT نموذج أداء ʏࢭ تدرʈجياً تحسناً المنحنيات تُظɺر عامة، بصفة
والتحقق. التدرʈب نتائج وتقارب الأخ؈فة اݍݰقب ʏࢭ والدقة اݍݵسارة قيم
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الالتباس مصفوفة تحليل 3 -13 -3

الاصلية الصور ʄعڴ vit للنموذج الالتباس مصفوفة .18 -3 شكل

الأصلية الصور ʄعڴ ViT نموذج اختبار نتائج .21 -3 جدول

Metric Value
Loss Test 0,1187
Accuracy 0,9520
Precision 0,9679

Recall 0,9620
F1-Score 0,9649

MCC 0,8889

استخدام عند جيداً تصɴيفياً أداءً ViT نموذج حقق أعلاه، ݰة الموܷ الالتباس ومصفوفة الاختبار نتائج ʄعڴ بناءً
الإجمالية الدقة بلغت حيث مسبقة. معاݍݨة تقنيات أي تطبيق دون BreakHis بيانات قاعدة من الأصلية الصور

المرئية. غ؈ف الاختبار بيانات ʄعڴ فعّال Ȋشɢل التعميم ʄعڴ النموذج قدرة ʇعكس مما ،95.20% ʏحواڲ (Accuracy)
(Recall) الاس؅فجاع معدل بلغ حيث ،(Malignant) اݍݵبʋثة اݍݰالات اكȘشاف ʏࢭ قوʈاً أداءً النموذج أظɺر كما
المكȘشفة. غ؈ف السرطانية اݍݰالات عدد تقليل لأɸمية نظراً الطبية التطبيقات ʏࢭ مɺمة نȘيجة ʏوۂ ،96.20% ʏحواڲ
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الفئت؈ن ب؈ن التمي؈ق ʏࢭ النموذج قوة ʄعڴ يدل مما ،0.8889 بلغت مرتفعة قيمة (MCC) ماثيوز ارتباط معامل ܥݨل كذلك
الأداء. ʏࢭ جيد توازن مع

الثدي لسرطان الɴسيجية الصور تصɴيف ʄعڴ جيدة قدرة يمتلك ViT نموذج أن النتائج تُظɺر عام، Ȋشɢل
إدخال عند للتحس؈ن قابلة تبقى النتائج أن إلا وموثوق، مستقر أداء مع فقط، الأصلية الصور استخدام حالة ʏࢭ حۘܢ

الدراسة. من اللاحقة المراحل ʏࢭ المسبقة المعاݍݨة تقنيات

ViT نموذج على CLAHE تقنية تطبيق الثانية: المرحلة نتائج 4 -13 -3

تحس؈ن تقنية تطبيق Ȋعد BreakHis بيانات قاعدة صور باستخدام ViT نموذج تدرʈب تم التجرȋة، ɸذه ʏࢭ
Ȗساعد الۘܣ المɺمة التفاصيل و୒براز الɴسيجية البۚܢ وضوح تحس؈ن ٭ڈدف وذلك ،(CLAHE) اݝݰدود التكيفي التباين

واݍݵبʋثة. اݍݰميدة الأورام ب؈ن التمي؈ق ʄعڴ النموذج
اݍݨدول ʏࢭ ݳ موܷ ɸو كما (Classification Report) التصɴيف تقرʈر باستخدام ViT نموذج أداء تݏݵيص تم

:ʏالتاڲ

CLAHE تطبيق Ȋعد ViT نموذج تصɴيف تقرʈر .22 -3 جدول

الفئة Precision Recall F1-Score Support
Benign 0.95 0.91 0.93 372

Malignant 0.96 0.98 0.97 815
Avg Macro 0.95 0.94 0.95 1187

Avg Weighted 0.95 0.95 0.95 1187
Accuracy 0.95

الɴسيجية الصور ʄعڴ (CLAHE) التباين تحس؈ن تقنية تطبيق Ȋعد ViT بنموذج اݍݵاص التصɴيف تقرʈر ʄعڴ بناءً
ʏحواڲ (Accuracy) الإجمالية الدقة بلغت حيث ومستقر، مرتفع تصɴيفي أداء تحقيق يلاحظ ،BreakHis بيانات لقاعدة

الاختبار. بيانات ʄعڴ جيد Ȋشɢل التعميم ʄعڴ النموذج قدرة ʇعكس مما ،95%

F1-Score مع 0.91 بلغت Recall وقيمة 0.95 بلغت Precision قيمة النموذج ܥݨل ،Benign لفئة بالɴسبة
الاس؅فجاع. ʏࢭ الأخطاء من Ȋسيطة ɲسبة وجود مع اݍݰميدة اݍݰالات ʄعڴ التعرف ʏࢭ جيد أداء ʄعڴ يدل مما ،0.93 ʇساوي
ح؈ن ʏࢭ ،0.98 Recall وقيمة 0.96 Precision قيمة بلغت حيث أقوى، أداءً حققت فقد Malignant فئة أما
الأɸمية بالغ أمر وɸو بدقة، اݍݵبʋثة اݍݰالات اكȘشاف ʄعڴ للنموذج جداً عالية قدرة ʇعكس ما وɸو ،0.97 F1-Score بلغ

الطبية. التطبيقات ʏࢭ
مما ،0.95 ʏحواڲ عند متقارȋة جاءت Average Weightedو Average Macro من لɢل الإجمالية القيم أن كما

العينات. عدد Ȗساوي عدم رغم الفئت؈ن ب؈ن الأداء ʏࢭ جيد توازن ʄإڲ ʇش؈ف
Ȗعزʈز ʄإڲ أدى مما الɴسيجية، الصور تباين تحس؈ن ʏࢭ ساɸم CLAHE تقنية دمج أن النتائج ݳ توܷ عام، Ȋشɢل

وموثوق. مرتفع تصɴيفي أداء وتحقيق المم؈قة اݍݵصائص استخراج ʄعڴ ViT نموذج قدرة
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التعلم منحنيات تحليل 5 -13 -3

الأصلية الصور باستخدام ViT لنموذج والتحقق التدرʈب منحنيات .19 -3 شكل

والتحقق التدرʈب مرحلۘܣ أثناء (Accuracy) والدقة (Loss) اݍݵسارة دالة من ɠل تطور 19 -3 الشɢل ݳ يوܷ
:CLAHE صور باستخدام ViT لنموذج

(Train Loss) التدرʈب خسارة قيم ʏࢭ ومتوازʈًا تدرʈجيًا انخفاضًا نلاحظ :(Loss per Epoch) اݍݵسارة منحۚܢ
النموذج أداء ʏࢭ مستمر تحسن ʄعڴ يدل مما التدرȎʈية، اݍݰقب مختلف ع؄ف (Validation Loss) التحقق وخسارة
تباعد ظɺور دون اݍݵسارة منحنۛܣ ب؈ن واܷݳ تقارب يُلاحظ كما بكفاءة. المɺمة الɴسيجية اݍݵصائص Ȗعلم ʄعڴ وقدرتھ
ʏوࢭ .(Overfitting) التعلم فرط بظاɸرة النموذج تأثر وعدم التعلم عملية استقرار ʄإڲ ʇش؈ف ما وɸو بئڈما، مݏݰوظ
جيدة حالة ʄإڲ النموذج وصول ʇعكس مما منخفضة، مستوʈات عند اݍݵسارة قيم Ȗستقر التدرʈب من الأخ؈فة المراحل

.(Convergence) التقارب من
Train) التدرʈب دقة من لɢل ومستمرًا تدرʈجيًا ارتفاعًا المنحۚܢ يُظɺر :(Accuracy per Epoch) الدقة منحۚܢ
مرتفعة مستوʈات الدقة بلغت حيث التدرʈب، عملية تقدم مع (Validation Accuracy) التحقق ودقة (Accuracy
ʏࢭ واܷݳ استقرار مع التدرʈب مراحل معظم طوال الدقة منحنۛܣ ب؈ن كب؈ف تقارب وجود يُلاحظ كما .95% تجاوزت
ʏࢭ CLAHE تقنية فعالية وʉعكس المرئية غ؈ف البيانات ʄعڴ اݍݨيد التعميم ʄعڴ النموذج قدرة يؤكد مما الأخ؈فة، اݍݰقب

المدخلة. البيانات جودة تحس؈ن
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الالتباس مصفوفة تحليل 6 -13 -3

clahe ʄعڴ Vit للنموذج الالتباس مصفوفة .20 -3 شكل

CLAHE صور باستخدام ViT نموذج تقييم نتائج .23 -3 جدول

Metric Value
Test Accuracy 0.9545

Test Loss 0.1164
Precision 0.9579

Recall 0.9767
F1-Score 0.9672

MCC 0.8935

95.45% بلغت إجمالية دقة ViT نموذج حقق أعلاه، ݰت؈ن الموܷ الالتباس ومصفوفة الاختبار نتائج ʄعڴ بناءً
اݍݵبʋثة اݍݰالات اكȘشاف ʄعڴ ممتازة قدرة النموذج أظɺر كما BreakHis. بيانات قاعدة من CLAHE صور استخدام عند
لأɸمية نظرًا الطبية التطبيقات ʏࢭ مɺمة نȘيجة ʏوۂ ،97.67% ʏحواڲ (Recall) الاس؅فجاع معدل بلغ حيث ،(Malignant)

المكȘشفة. غ؈ف السرطانية اݍݰالات عدد تقليل
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ب؈ن مرتفع توافق وجود ʄإڲ ʇش؈ف مما ،(0.8935)ʏحواڲ (MCC) ماثيو ارتباط معامل قيمة بلغت أخرى، جɺة من
الفئت؈ن. ب؈ن ومتوازنة قوʈة تصɴيفية وقدرة واݍݰقيقية المتوقعة القيم

الثدي لسرطان الɴسيجية الصور تصɴيف ʄعڴ عالية قدرة يمتلك ViT نموذج أن النتائج أظɺرت عامة، بصفة
من يجعلھ مما (F1)-Score، ومعامل والاس؅فجاع الدقة من مرتفعة مستوʈات حقق حيث ،CLAHE تقنية استخدام عند

اݍݰاسوب. بمساعدة الȘܨݵيص لتطبيقات الواعدة النماذج

ViT لنموذج النسيجية الصبغة توحيد الثالثة: المرحلة نتائج 7 -13 -3

الصبغة توحيد Ȋعد ViT لنموذج والتحقق التدرʈب منحنيات .21 -3 شكل

تدرȎʈية، حقبة والتحقق التدرʈب مرحلۘܣ خلال Transformer Vision نموذج أداء الشɢل3- 21تطور ݳ يوܷ
التعميم. ʄعڴ جيدة وقدرة مستقراً Ȗعلمياً سلوɠاً المنحنيات Ȗعكس حيث

:(Loss per Epoch) اݍݵسارة منحۚܢ •

(Validation Loss) التحقق وخسارة (Train Loss) التدرʈب خسارة من ɠل ʏࢭ ومنتظم ʏڋʈتدر انخفاض يُلاحظ
خسارة استقرار مع التدرȎʈية، اݍݰقب طوال المنحني؈ن ب؈ن واܷݳ تقارب يظɺر كما التدرʈب. عملية تقدم مع
بظاɸرة تأثره وعدم جيد Ȋشɢل التعميم ʄعڴ النموذج قدرة ʄإڲ ʇش؈ف مما منخفضة، مستوʈات عند التحقق
بناء ʏࢭ المستخدمة البيانات وجودة التدرʈب إعدادات فعالية السلوك ɸذا وʉعكس .(Overfitting) التعلّم فرط

النموذج.

:(Accuracy per Epoch) الدقة منحۚܢ •

والتحقق التدرʈب من ɠل دقة ارتفعت حيث التدرʈب، من ʄالأوڲ المراحل ʏࢭ سرʉعاً تحسناً الدقة منحۚܢ يب؈ّن
الدقة، منحنۛܣ ب؈ن كب؈ف توافق وجود يُلاحظ كما المتقدمة. اݍݰقب ʏࢭ 90% ɲسبة تجاوزت حۘܢ متواصلة بصورة
ʄعڴ النموذج وقدرة التعلم عملية استقرار ʄعڴ يدل مما بئڈما، المݏݰوظ التباعد أو اݍݰادة التذبذبات غياب مع

عالية. بكفاءة للصور التمي؈قية اݍݵصائص استخراج
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ب؈ن جيد توازن تحقيق من تمكن حيث ،ViT لنموذج وفعالاً مستقراً أداءً النتائج ɸذه Ȗعكس عامة، وȋصفة
الɴسيجية الصور تصɴيف لمɺام مناسباً يجعلھ مما التحقق، بيانات ʄعڴ التعميم ʄعڴ والقدرة التدرʈب بيانات من التعلم

الثدي. لسرطان

الالتباس مصفوفة تحليل 8 -13 -3

الصبغة توحيد Ȋعد vit للنموذج الالتباس مصفوفة .22 -3 شكل

Normalization Stain باستخدام ViT نموذج تقييم نتائج .24 -3 جدول

Metric Value
Accuracy Test 0.9217

Loss Test 0.1974
Precision 0.9287

Recall 0.9595
F1-Score 0.9439

MCC 0.8155
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92.17% بلغت إجمالية دقة حقق ViT نموذج أن ʄإڲ أعلاه ݰت؈ن الموܷ الالتباس ومصفوفة الاختبار نتائج Ȗش؈ف
واݍݵبʋثة، اݍݰميدة اݍݰالات ب؈ن التمي؈ق ʄعڴ جيدة قدرة النموذج أظɺر كما Normalization. Stain تقنية استخدام عند
F1- قيمة بلغت ح؈ن ʏࢭ ،ʏالتواڲ ʄعڴ و95.95% 92.87% (Recall) والاس؅فجاع (Precision) الدقة قيمتا بلغت حيث

والاس؅فجاع. الدقة ب؈ن جيداً توازناً ʇعكس مما ،94.39% ʏحواڲ Score
ʄإڲ Ȗش؈ف ɲسȎياً مرتفعة قيمة ʏوۂ ،0.8155 ʏحواڲ (MCC) ماثيو ارتباط معامل قيمة بلغت أخرى، جɺة ومن
التصɴيف. عملية ʏࢭ النموذج موثوقية ʇعكس مما اݍݰقيقية، والتصɴيفات المتوقعة التصɴيفات ب؈ن جيد توافق وجود

حقق حيث ،Normalization Stain تقنية استخدام عند ViT نموذج فعالية النتائج ɸذه Ȗعكس عامة، وȋصفة
الثدي لسرطان الɴسيجية الصور وتصɴيف التعميم ʄعڴ جيدة قدرة مع التقييم مؤشرات مختلف ʏࢭ مرتفعة مستوʈات

عالية. بدقة

وتوحيد CLAHE تقنيتي دمج الرابعة: المرحلة نتائج 9 -13 -3
ViT لنموذج الصبغة

ʄعڴ (CLAHE) التباين وتحس؈ن (Normalization Stain) الصبغة توحيد تقنيۘܣ تطبيق تم التجرȋة، ɸذه ʏࢭ
الاختلافات تقليل ʄإڲ الدمج ɸذا ٱڈدف (ViT). Transformer Vision نموذج تدرʈب قبل BreakHis بيانات قاعدة صور
ʄعڴ النموذج ʇساعد مما المɺمة، الɴسيجية التفاصيل وضوح وتحس؈ن اݝݨɺري التلوʈن إجراءات عن الناتجة اللونية

ودقة. تم؈قاً أك؆ف خصائص استخراج

التباين وتحس؈ن الصبغة توحيد تقنيۘܣ دمج Ȋعد ViT نموذج تصɴيف تقرʈر .25 -3 جدول

الفئة Precision Recall F1-Score الدعم
Benign 0.87 0.81 0.84 372

Malignant 0.92 0.94 0.93 815
Accuracy 0.90

Avg Macro 0.89 0.88 0.89 1187
Avg Weighted 0.90 0.90 0.90 1187

تقنيۘܣ تطبيق Ȋعد الثدي سرطان صور تصɴيف ʏࢭ جيداً أداءً حقق ViT نموذج أن التصɴيف تقرʈر ݳ يوܷ
ʄعڴ النموذج قدرة ʄعڴ يدل مما ،90% ʏحواڲ (Accuracy) الɢلية الدقة بلغت فقد التباين. وتحس؈ن الصبغة توحيد

مرتفعة. بكفاءة واݍݵبʋثة اݍݰميدة الصور ب؈ن التمي؈ق
ʇعكس مما ،93 .0 بلغت F1-Score وقيمة 94 .0 بلغت Recall قيمة النموذج حقق ،Malignant لفئة بالɴسبة
جانب وɸو المكȘشفة، غ؈ف السرطانية اݍݰالات عدد وتقليل ܵݰيح Ȋشɢل اݍݵبʋثة اݍݰالات اكȘشاف ʄعڴ العالية قدرتھ
التصɴيفات عدد انخفاض ʄعڴ يدل مما ،92 .0 بلغت Precision قيمة الفئة ܥݨلت كما الطبية. التطبيقات ʏࢭ الأɸمية بالغ

اݍݵاطئة. الإيجابية
أداء ʄإڲ ʇش؈ف ما وɸو ،81 .0 بلغت Recall وقيمة 87 .0 بلغت Precision قيمة حققت فقد Benign فئة أما
المرݦݳ المتوسط بلغ كما اݍݵبʋثة. الفئة مع الالتباس حالات Ȋعض وجود رغم اݍݰميدة، اݍݰالات ʄعڴ التعرف ʏࢭ جيد
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Ȗساوي عدم مع التعامل ʏࢭ وفعاليتھ النموذج توازن يؤكد مما ،90 .0 الرئʋسية الأداء لمقايʋس (Average Weighted)
الفئت؈ن. ب؈ن العينات عدد

دمج Ȋعد ViT لنموذج والتحقق التدرʈب منحنيات .23 -3 شكل

وتحس؈ن (Normalization Stain) الصبغة توحيد تقنيۘܣ تطبيق Ȋعد ViT نموذج أداء تطور 23 -3 الشɢل ݳ يوܷ
التباينات وتقليل البيانات جودة تحس؈ن ʏࢭ المسبقة المعاݍݨات ɸذه ساɸمت وقد المدخلة. الصور ʄعڴ (CLAHE) التباين

النموذج. وأداء التعلم عملية ʄعڴ إيجاباً اɲعكس مما الصور، ب؈ن المرغوȋة غ؈ف

:(Loss per Epoch) اݍݵسارة منحۚܢ •

(Validation Loss) التحقق وخسارة (Train Loss) التدرʈب خسارة من ɠل ʏࢭ ومستقر ʏڋʈتدر انخفاض يُلاحظ
ʄعڴ يدل مما مݏݰوظ، تباعد وجود دون المنحني؈ن ب؈ن واܷݳ تقارب يظɺر كما التدرȎʈية. اݍݰقب امتداد ʄعڴ
السلوك ɸذا وʉعكس .(Overfitting) التعلّم فرط بظاɸرة تأثره وعدم جيد Ȋشɢل التعميم ʄعڴ النموذج قدرة
المستخرجة اݍݵصائص جودة وتحس؈ن البصرʈة الضوضاء تقليل ʏࢭ المسبقة المعاݍݨة لتقنيات الإيجاȌي الأثر

الصور. من

:(Accuracy per Epoch) الدقة منحۚܢ •

والتحقق التدرʈب من ɠل دقة ارتفعت حيث التدرʈب، من ʄالأوڲ المراحل خلال سرʉعاً تحسناً الدقة منحۚܢ يُظɺر
مع الدقة منحنۛܣ ب؈ن كب؈ف توافق وجود يتܸݳ كما المتقدمة. اݍݰقب ʏࢭ 90% تجاوزت حۘܢ متواصل Ȋشɢل
المم؈قة الɴسيجية اݍݵصائص Ȗعلم ʏࢭ النموذج نجاح ʄإڲ ʇش؈ف مما التدرʈب، من الٔڈائية المراحل ʏࢭ الأداء استقرار
تجاɲساً، أك؆ف بيانات توف؈ف ʏࢭ ساɸم التباين وتحس؈ن الصبغة توحيد تقنيۘܣ دمج أن التقارب ɸذا وʈؤكد للصور.

التعلم. عملية واستقرار التصɴيف دقة تحس؈ن ʄعڴ اɲعكس الذي الأمر

الصور جودة تحس؈ن ʏࢭ CLAHEو Normalization Stain تقنيۘܣ دمج فعالية النتائج ɸذه ت؄ُفز عامة، بصفة
والاختبار. التحقق بيانات ʄعڴ ومستقر مرتفع تصɴيفي أداء تحقيق من ViT نموذج مكّن مما الɴسيجية،
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الالتباس مصفوفة تحليل 10 -13 -3

دمج Ȋعد Vit للنموذج الالتباس مصفوفة .24 -3 شكل

التباين وتحس؈ن الصبغة توحيد تقنيۘܣ دمج Ȋعد ViT نموذج اختبار نتائج .26 -3 جدول

Metric Value
Accuracy Test 0.9031

Loss Test 0.2453
Precision 0.9177

Recall 0.9436
F1-Score 0.9304

MCC 0.7718

90.31% بلغت إجمالية دقة حقق ViT نموذج أن ʄإڲ أعلاه ݰت؈ن الموܷ الالتباس ومصفوفة الاختبار نتائج Ȗش؈ف
اݍݰالات ب؈ن التمي؈ق ʄعڴ جيدة قدرة النموذج أظɺر كما Normalization. Stainو CLAHE تقنيۘܣ دمج استخدام عند
ح؈ن ʏࢭ ،ʏالتواڲ ʄعڴ و94.36% 91.77% (Recall) والاس؅فجاع (Precision) الدقة قيمتا بلغت حيث واݍݵبʋثة، اݍݰميدة

والاس؅فجاع. الدقة ب؈ن جيداً توازناً ʇعكس مما ،93.04% ʏحواڲ F1-Score قيمة بلغت
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جيد توافق وجود ʄإڲ Ȗش؈ف قيمة ʏوۂ ،0.7718 ʏحواڲ (MCC) ماثيو ارتباط معامل قيمة بلغت أخرى، جɺة ومن
اݍݰقيقية. والتصɴيفات المتوقعة التصɴيفات ب؈ن

تصɴيف ʏࢭ ViT لنموذج جيداً أداءً Normalization Stainو CLAHE تقنيۘܣ دمج نتائج أظɺرت عامة، وȋصفة
مؤشرات مختلف ʏࢭ متوازنة نتائج وتحقيق الفئت؈ن ب؈ن التمي؈ق ʄعڴ جيدة قدرة مع الثدي، لسرطان الɴسيجية الصور

التقييم.

Vision Transformer نموذج لنتائج عامة مناقشة 14 -3

اݝݵتلفة المسبقة المعاݍݨة تقنيات باستخدام ViT نموذج أداء مقارنة .27 -3 جدول

Technique Accuracy Precision Recall F1-Score MCC
Images Original 0.9520 0.9679 0.9620 0.9649 0.8889

CLAHE 0.9545 0.9579 0.9767 0.9672 0.8935
Stain Normalization 0.9217 0.9287 0.9595 0.9439 0.8155

Stain + CLAHE 0.9031 0.9177 0.9436 0.9304 0.7718

البصري المحوّل نموذج لنتائج العامة المناقشة 15 -3

الɴسيجية الصور تصɴيف ʄعڴ عالية قدرة يمتلك (ViT) Transformer Vision نموذج أن الدراسة نتائج أظɺرت
ع؄ف الأداء مؤشرات ومختلف الدقة من مرتفعة مستوʈات حقق حيث ،BreakHis بيانات قاعدة من الثدي لسرطان
بتحليل Ȗسمح الۘܣ (Self-Attention) الذاȖي الانȘباه آلية ʄعڴ النموذج اعتماد ʄإڲ ذلك وʉُعزى اݝݵتلفة. التجارب مراحل
تصɴيف لمɺام مناسباً يجعلھ مما نفسھ، الوقت ʏࢭ والعالمية اݝݰلية اݍݵصائص واستخراج الصورة أجزاء ب؈ن العلاقات

المعقدة. الطبية الصور
96.49% بلغت F1-Score قيمة مع 95.20% ʏحواڲ بلغت دقة النموذج حقق الأصلية، الصور استخدام عند
واݍݵبʋثة اݍݰميدة اݍݰالات ب؈ن التمي؈ق ʄعڴ جيدة قدرة ʄعڴ يدل مما ،0.8889 قدره (MCC) ماثيو ارتباط ومعامل

والدقة. اݍݰساسية ب؈ن مقبول توازن وتحقيق
ʄإڲ الدقة ارتفعت حيث التجارب، جميع ب؈ن أداء أفضل النموذج ܥݨل فقد ،CLAHE تقنية تطبيق Ȋعد أما
أن ʄإڲ النتائج ɸذه وȖش؈ف .0.8935 ʄإڲ MCC قيمة زʈادة مع 97.67% ʄإڲ (Recall) الاس؅فجاع معدل وتحسن 95.45%

تم؈قاً أك؆ف خصائص استخراج من ViT نموذج مكّن مما الدقيقة، الɴسيجية التفاصيل إبراز ʏࢭ ساɸم التباين تحس؈ن
الطبية. التطبيقات ʏࢭ كب؈فة أɸمية ذو أمر وɸو اݍݵبʋثة، الأورام اكȘشاف ʄعڴ قدرتھ وتحس؈ن

ʏوۂ ،92.17% بلغت دقة تحقيق ʄإڲ (Normalization Stain) الصبغة توحيد تقنية استخدام أدى المقابل، ʏࢭ
الاختلافات تقليل ʏࢭ دورɸا رغم الصبغة، توحيد عملية أن ʄإڲ ذلك ʇش؈ف وقد CLAHE. وتقنية الأصلية الصور أداء من أقل
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ʏࢭ ViT نموذج علٕڈا ʇعتمد الۘܣ الدقيقة البصرʈة المعلومات Ȋعض فقدان ʄإڲ أدت رȋما الɴسيجية، الشرائح ب؈ن اللونية
التصɴيف. عملية

،90.31% الدقة بلغت حيث الأداء، ʏࢭ إضافياً انخفاضاً الصبغة وتوحيد CLAHE تقنيۘܣ دمج نتائج أظɺرت كما
الɴسيجية، للصور مفرط Ȗعديل ʄإڲ أدى المعاݍݨت؈ن ب؈ن الدمج بأن ذلك تفس؈ف وʈمكن السابقة. اݍݰالات جميع من أقل ʏوۂ

بكفاءة. التمي؈قية السمات لاستخراج ViT نموذج يحتاجɺا الۘܣ المɺمة اݍݵصائص Ȋعض ʏࢭ أثر مما
مختلف ʏࢭ والتحقق التدرʈب منحنيات ب؈ن واܷݳ تقارب وجود لوحظ التعلم، منحنيات تحليل خلال ومن
،(Overfitting) التعلّم فرط ʄعڴ واܷݰة مؤشرات ظɺور دون للدقة، مستمر وارتفاع لݏݵسارة ʏڋʈتدر انخفاض مع التجارب،

المرئية. غ؈ف البيانات ʄعڴ التعميم ʄعڴ النموذج وقدرة التدرʈب عملية استقرار ʄعڴ يدل مما
اݍݰالات اكȘشاف ʄعڴ أك؄ف قدرة النموذج أظɺر حيث الملاحظات، ɸذه الالتباس مصفوفات نتائج دعمت كما
السرطانية اݍݰالات عدد تقليل لأن نظراً الطۗܣ الȘܨݵيص مجال ʏࢭ إيجاȌي أمر وɸو اݍݰميدة، باݍݰالات مقارنة اݍݵبʋثة

أساسية. أولوʈة يمثل المكȘشفة غ؈ف
لتصɴيف فعالاً نموذجاً ʇعد (ViT) Transformer Vision نموذج أن ʄإڲ الدراسة نتائج Ȗش؈ف عامة، بصفة
حيث الدراسة، ɸذه ʏࢭ المسبقة للمعاݍݨة أسلوب أفضل ɠانت CLAHE تقنية وأن الثدي، لسرطان الɴسيجية الصور
بل الأداء، تحس؈ن ʄإڲ يؤدِ لم CLAHE مع دمجھ أو الصبغة توحيد أن ح؈ن ʏࢭ الأداء، مؤشرات ݝݵتلف قيم ʄأعڴ حققت
تحس؈ن وأن المستخدم، النموذج طبيعة ʄعڴ ʇعتمد المسبقة المعاݍݨة تأث؈ف أن النتائج ɸذه وتؤكد انخفاضھ. ʏࢭ ȖسȎب
وɴȋية النموذج خصائص مع تتوافق الۘܣ التقنية اختيار يجب بل أفضل، أداء تحقيق بالضرورة يضمن لا الصور جودة

البيانات.
العالية الكفاءة أكدت الۘܣ اݍݰديثة الدراسات من العديد مع الدراسة ɸذه ʏࢭ علٕڈا المتحصل النتائج تتوافق
دراسة بيɴت فقد الثدي. لسرطان الɴسيجية الصور تصɴيف ʏࢭ (Transformer Vision) البصرʈة اݝݰولات لنماذج
أشارت كما الɴسيجية، الصور تصɴيف مɺام ʏࢭ مرتفع أداء تحقيق ʄعڴ قادرة ViT نماذج أن (2024) وآخرون Baroni
ɸذه نتائج مع يتفق ما وɸو المستخدم، النموذج وɴȋية البيانات طبيعة ʄعڴ ʇعتمد المسبقة المعاݍݨة تقنيات تأث؈ف أن ʄإڲ

.[84] النموذج أداء ʄعڴ المسبقة المعاݍݨة تقنيات تأث؈ف تفاوت أظɺرت الۘܣ الدراسة
قاعدة ʄعڴ اعتمدت الۘܣ ،(2026) وآخرون Fatma دراسة إليھ توصلت ما مع الدراسة ɸذه نتائج تتوافق كما
الدراسة ݰت أوܷ وقد .Vision Transformerمن محسن نموذج باستخدام الثدي سرطان لȘܨݵيص BreakHis بيانات
ح؈ن ʏࢭ النموذج، أداء وتحس؈ن الدقيقة الɴسيجية اݍݵصائص Ȗعزʈز ʏࢭ ساɸم (CLAHE) التباين تحس؈ن تقنية تطبيق أن
المتحصل النتائج يدعم ما وɸو النموذج، بɴية وطبيعة البيانات ݍݵصائص تبعاً يختلف الصبغة توحيد تقنيات تأث؈ف أن

.[85] الدراسة ɸذه ʏࢭ علٕڈا
المɺمة الأساليب من Ȗعد الصبغة توحيد تقنيات أن ʄإڲ (2024) StainSWIN دراسة أشارت أخرى، جɺة ومن
وقد المستخدم. العميق التعلم نموذج باختلاف تختلف فعاليْڈا أن إلا الɴسيجية، الصور ʏࢭ اللونية الاختلافات لتقليل
لعملية اللازمة الدقيقة الɴسيجية اݍݵصائص Ȋعض فقدان ʄإڲ تؤدي قد للصور المفرطة المعاݍݨة أن الدراسة ݰت أوܷ
CLAHE تقنية مع دمجھ أو الصبغة توحيد استخدام عند ViT نموذج أداء انخفاض يفسر أن يمكن ما وɸو التصɴيف،

.[86] الدراسة ɸذه ʏࢭ
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الواعدة النماذج من ʇعد Transformer Vision نموذج أن السابقة الدراسات مع المقارنة تؤكد عامة، وȋصفة
عاملاً يمثل المناسبة المسبقة المعاݍݨة تقنية اختيار أن تب؈ن كما الثدي، لسرطان الɴسيجية الصور تصɴيف مجال ʏࢭ
التصɴيف، كفاءة رفع ʄإڲ بالضرورة يؤدي لا الصور جودة تحس؈ن أن ʄإڲ النتائج ɸذه وȖش؈ف الأداء. تحس؈ن ʏࢭ أساسياً

المستخدمة. والبيانات النموذج خصائص مع المسبقة المعاݍݨة أسلوب توافق مدى ʄعڴ ذلك ʇعتمد بل

النماذج بين العامة والمناقشة المقارنة 16 -3

Transformer Visionو InceptionV3، (DenseNet201، المدروسة الثلاثة النماذج أداء مقارنة ʄإڲ المرحلة ɸذه ٮڈدف
النتائج تُظɺر BreakHis. بيانات قاعدة ضمن الثدي سرطان صور تصɴيف ʏࢭ كفاءة الأك؆ف النموذج تحديد أجل من ViT)

مɺمة ʏࢭ جيد أداء تحقيق من تمكنت النماذج جميع أن التجرȎʈية

نموذج لɢل تقنية أفضل باستخدام النماذج لأداء الٔڈائية المقارنة .28 -3 جدول

النموذج تقنية أفضل Accuracy Precision Recall F1-Score MCC
InceptionV3 Stain Normalization + CLAHE 82.56% 85.35% 90.06% 87.64% 5834 .0

DenseNet201 CLAHE 93.77% 94.27% 96.81% 95.52% 8536 .0
ViT CLAHE 95.45% 95.79% 97.67% 96.72% 8935 .0

(InceptionV3� DenseNet201� Vision� المدروسة الثلاثة النماذج ب؈ن المقارنة الٔڈائية النتائج تُظɺر
نموذج. لɢل عليھ اݍݰصول تم إعداد أفضل باستخدام Transformer)

95.45% للدقة قيمة ʄأعڴ ܥݨل حيث شامل، أداء أفضل حقق Transformer Vision نموذج أن ملاحظة يمكن
العلاقات استخراج ʄعڴ العالية قدرتھ ʇعكس مما ،MCCو F1-Score ذلك ʏࢭ بما التقييم، مؤشرات جميع ʏࢭ نتائج وأفضل

(Self-Attention). الذاȖي الانȘباه آلية بفضل الɴسيجية الصور داخل العالمية
حيث CLAHE، تقنية استخدام عند خاصة جداً، قوي بأداء DenseNet201 نموذج جاء الثانية، المرتبة ʏࢭ
الصور من الدقيقة الم؈قات استخراج ʏࢭ الكثيفة الالتفافية الشبɢات فعالية يؤكد مما ومتوازنة، مرتفعة نتائج حقق

الطبية.
(Recall)، اݍݰساسية تحسن رغم الآخرʈن، بالنموذج؈ن مقارنة أداء أقل ܥݨل فقد InceptionV3 نموذج أما
تؤكد عامة، وȋصفة الأحدث. بالنماذج مقارنة قدرتھ محدودية ʄإڲ ʇش؈ف MCC ومؤشر العامة الدقة انخفاض أن إلا
بالشبɢات مقارنة الطۗܣ التصɴيف مɺام ʏࢭ كفاءة أك؆ف أصبحت Transformer ʄعڴ المعتمدة النماذج أن النتائج ɸذه

الɴسيجية. الصور مثل معقدة بɴية ذات بيانات توفر عند خاصة التقليدية، الالتفافية
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العامــــة الخاتمـــة

لسرطان الɴسيجية الصور تصɴيف ʏࢭ اݍݰديثة العميق التعلم نماذج Ȋعض أداء تقييم ʄإڲ الدراسة ɸذه ɸدفت
كما .BreakHis بيانات قاعدة ʄعڴ بالاعتماد وذلك اݍݵبʋثة، والأورام اݍݰميدة الأورام ɸما رئʋسʋت؈ن فئت؈ن ʄإڲ الثدي
CLAHE تقنيۘܣ تطبيق خلال من النماذج، ɸذه أداء ʄعڴ للصور المسبقة المعاݍݨة تقنيات تأث؈ف تحليل ʄإڲ الدراسة سعت
المɺمة الɴسيجية اݍݵصائص و୒براز الصور جودة تحس؈ن ٭ڈدف بئڈما، الدمج ʄإڲ بالإضافة Stain Normalizationو

فعالية. أك؆ف بصورة التمي؈قية السمات واستخراج التعلم ʄعڴ النماذج Ȗساعد الۘܣ
العميق، والتعلم اݍݰاسوȋية الرؤʈة مجال ʏࢭ حديثة نماذج ثلاثة ʄعڴ الدراسة ɸذه من التطبيقي اݍݨانب اعتمد
أرȌع ʏࢭ واختبارɸا النماذج ɸذه تدرʈب تم وقد .Vision Transformer (ViT)و DenseNet-201 و InceptionV3 ʏوۂ
أدا٬ڈا تقييم ثم اݝݵتلفة، المسبقة المعاݍݨة تقنيات باستعمال المعاݍݨة والصور الأصلية الصور Ȗشمل مختلفة حالات
والاس؅فجاع ،(Accuracy) الدقة ʏࢭ والمتمثلة الطبية، الصور تصɴيف ʏࢭ المعتمدة المقايʋس من مجموعة باستخدام

.(MCC) ماثيوز ارتباط ومعامل ،F1-Score ودرجة ،(Precision) الإيجابية والدقة ،(Recall)
الɴسيجية الصور تصɴيف ʄعڴ عالية قدرة تمتلك اݍݰديثة العميق التعلم نماذج أن التجرȎʈية النتائج أظɺرت
Vision Transformer نموذج أن تب؈ن وقد المدروسة. النماذج ب؈ن الأداء ʏࢭ واܷݰة فروقات وجود مع الثدي، لسرطان
المعلومات تمثيل ʏࢭ علٕڈا ʇعتمد الۘܣ الانȘباه آلية فعالية يؤكد مما الأخرى، بالنماذج مقارنة النتائج أفضل حقق (ViT)

الɴسيجية. الصور من المعقدة اݍݵصائص واستخراج
حيث المدروسة، المسبقة المعاݍݨة تقنيات ب؈ن فعالية الأك؆ف ɠانت CLAHE تقنية أن النتائج أظɺرت كما
وقيمة ،95.79% Ȗساوي Precision قيمة مع ،95.45% بلغت دقة ʄأعڴ ليحقق ViT نموذج أداء تحس؈ن ʏࢭ ساɸمت
وتدل .0.8935 مقداره ماثيوز ارتباط معامل ʄإڲ بالإضافة ،96.72% بلغت F1-Score ودرجة ،97.67% بلغت Recall
والتمي؈ق الدقيقة الɴسيجية التفاصيل إبراز ʄعڴ النموذج ʇساعد للصورة ʏاݝݰڴ التباين تحس؈ن أن ʄعڴ النتائج ɸذه

واݍݵبʋثة. اݍݰميدة العينات ب؈ن أفضل Ȋشɢل
حيث ،CLAHE وتقنية الأصلية بالصور مقارنة أقل نتائج Stain Normalization تقنية أظɺرت المقابل، ʏࢭ
تحس؈ن ʄإڲ يؤدِّ لم Stain Normalizationو CLAHE تقنيۘܣ ب؈ن الدمج أن كما .92.17% قدرɸا دقة النموذج ܥݨل
ʄعڴ كب؈ف Ȋشɢل ʇعتمد المسبقة المعاݍݨة تأث؈ف أن ʄإڲ ذلك وʉش؈ف .90.31% بلغت بدقة النتائج أدɲى حقق بل الأداء،
نتائج تحس؈ن ʄإڲ بالضرورة يؤدي لا المعاݍݨة خطوات من أك؄ف عدد تطبيق وأن المستخدم، والنموذج البيانات طبيعة

التصɴيف.
أنظمة تطوʈر عند المناسبة المسبقة المعاݍݨة تقنيات اختيار أɸمية علٕڈا المتحصل النتائج تؤكد عام، Ȋشɢل
اݍݰديثة، البصرʈة اݝݰولات نماذج توفرɸا الۘܣ الكب؈فة الإمɢانات ت؄فز كما ،ʏالاصطناڤ الذɠاء ʄعڴ المعتمدة الȘܨݵيص
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النماذج ɸذه Ȗساɸم أن وʈمكن الثدي. لسرطان الɴسيجية الصور تصɴيف دقة تحس؈ن ʏࢭ ،ViT نموذج وخاصة
وموثوقية. دقة أك؆ف Ȗܨݵيصية قرارات اتخاذ ʄعڴ ومساعدٮڈم الأطباء دعم ʏࢭ مستقبلاً

المستقبلية الآفاق

تحس؈ن ʏࢭ المساɸمة شأٰڈا من الۘܣ البحثية الآفاق من مجموعة اق؅فاح يمكن علٕڈا، المتحصل النتائج ضوء ʏࢭ
العميق. التعلم ʄعڴ المعتمدة الثدي لسرطان الɴسيجية الصور تصɴيف أنظمة أداء

Swin Transformer مثل البصرʈة، اݝݰولات مجال ʏࢭ حداثة أك؆ف نماذج لʋشمل الدراسة نطاق توسيع يمكن أولاً،
العصȎية الشبɢات ب؈ن تجمع ݠݨينة نماذج تطوʈر يمكن كما العمل. ɸذا ʏࢭ المدروسة النماذج مع أدا٬ڈا ومقارنة ،DeiTو
استخراج ʄعڴ الالتفافية الشبɢات قدرة من للاستفادة (CNN-Transformer Hybrids) البصرʈة واݝݰولات الالتفافية

الصورة. داخل المدى Ȋعيدة العلاقات تمثيل ʄعڴ اݝݰولات وقدرة اݝݰلية اݍݵصائص
الدراسة ɸذه نتائج أن خاصة النماذج، أداء ʄعڴ إضافية مسبقة معاݍݨة تقنيات تأث؈ف دراسة يمكن ثانياً،
Stain Normalizationو CLAHE ب؈ن الدمج عملية تحقق لم بʋنما الأداء، تحس؈ن ʏࢭ CLAHEساɸمت تقنية أن أظɺرت
مثل الصور، جودة وتحس؈ن الصبغات لتوحيد تطوراً أك؆ف تقنيات اختبار المفيد من يɢون قد لذلك، المتوقعة. النتائج

.CycleGAN أو StainGAN
زʈادة ٭ڈدف معاً بيانات قواعد عدة دمج أو أخرى، ɲسيجية بيانات قواعد لȘشمل الدراسة توسيع يمكن ثالثاً،
(Data Augmentation) البيانات زʈادة تقنيات من الاستفادة يمكن كما التعميم. ʄعڴ النماذج قدرة وتحس؈ن العينات تنوع
توازن عدم تأث؈ف وتقليل التدرʈب عملية تحس؈ن ʏࢭ Ȗسɺم اصطناعية عينات لتوليد GANs مثل التوليدية والنماذج

البيانات.
Semi-Supervised) الموجّھ شبھ التعلم مثل تقدماً، أك؆ف Ȗعلم اس؅فاتيجيات دراسة يمكن ذلك، ʄإڲ إضافة
الموسومة غ؈ف البيانات من الاستفادة ٭ڈدف ،(Self-Supervised Learning) الإشراف الذاȖي التعلم أو (Learning

الطۗܣ. اݝݨال ʏࢭ المɢلفة اليدوي الوسم عمليات ʄإڲ اݍݰاجة وتقليل
(Clinical Decision Support Systems) الطۗܣ القرار دعم أنظمة تطوʈر نحو اݍݨɺود توجيھ يمكن وأخ؈فاً،
شفافية لزʈادة (Explainable AI) للتفس؈ف القابل ʏالاصطناڤ الذɠاء تقنيات دمج مع النماذج، ɸذه ʄعڴ المعتمدة
اݍݰقيقية. الطبية البʋئات ʏࢭ الأنظمة ɸذه استخدام إمɢانية Ȗعزʈز ʏࢭ ʇسɺم مما النتائج، ʏࢭ الأطباء ثقة وتحس؈ن القرارات

86



الملحقات

التفافية عصبية شبكة بناء
خطوة التفافية عصȎية شبكة وتنفيذ بȎناء tensorflow حزمة باستخدام فيھ نقوم مثالا ɲعرض المݏݰق ɸذا ʏࢭ
والتصɴيف. الم؈قات لاستخراج ملاءمة أك؆ف تمثيلات ʄإڲ وتحوʈلɺا المدخلة للصورة طبقة ɠل معاݍݨة كيفية توضيح مع بخطوة،

المطلوبة المكتبات استيراد :1 الخطوة

ومكتبة الالتفافية، العصȎية الشبɢات عمليات لتنفيذ tensorflow مكتبة باست؈فاد نقوم اݍݵطوة ɸذه ʏࢭ
والنتائج. الصور لعرض Matplotlib

import tensorflow as tf
import matplotlib.pyplot as plt

مسبقًا ومعالجتها الصورة تحميل :2 الخطوة

بكسل، (200×200) ʄإڲ أȊعادɸا وȖغي؈ف ،(Grayscale) رمادي بتدرج صورة ʄإڲ تحوʈلɺا ثم الصورة، تحميل يتم
للمعاݍݨة. المناسب اݝݨال ضمن لتɢون البكسلات قيم (Normalize) تنظيم ثم

InputImagePath = "../ImputImage"

Img = tf.io.read_file(InputImagePath)
Img = tf.io.decode_png(image , channels=1)
Img = tf.image.resize(image , [200, 200])
Img = tf.image.convert_image_dtype(image , tf.float32)

print("Shape Of Original Image:", Img.shape)

plt.figure(figsize=(6,6))
plt.imshow(tf.squeeze(Img))
plt.title("Original Image")
plt.axis('off')
plt.show()
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الأولية المعاݍݨة Ȋعد الأصلية الصورة (ب) الأصلية الصورة (ا)

السابق. بالɢود الاولية المعاݍݨة Ȋعد والصور الأصلية الɴسيجية الصور ب؈ن مقارنة .25 -3 شكل

(Convolution Kernel) الالتفاف مرشح تعريف :3 الخطوة

الم؈قات استخراج ٭ڈدف (Laplacian Kernel) اݍݰواف لاكȘشاف لابلاس مرܧݳ Ȗعرʈف يتم اݍݵطوة ɸذه ʏࢭ
الصورة. من المɺمة

Laplaciankernel = tf.constant([
[-1, -1, -1],
[-1, 8, -1],
[-1, -1, -1]
], dtype=tf.float32)

Laplaciankernel = tf.reshape(Laplaciankernel , [3, 3, 1, 1])

# Add batch dimension
Img = tf.expand_dims(Img, axis=0)

الالتفاف طبقة تطبيق :4 الخطوة

المɺمة. والم؈قات اݍݰواف لاستخراج الصورة ʄعڴ المرܧݳ بتطبيق (Convolution Layer) الالتفاف طبقة تقوم
conv_Img = tf.nn.conv2d(

input=Img,
filters=Laplaciankernel ,
strides=[1, 1, 1, 1],
padding='SAME')
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print("After Convolution Shape:", conv_Img.shape)

plt.figure(figsize=(5,5))
plt.imshow(tf.squeeze(conv_output))
plt.title("After Convolution")
plt.axis('off')
plt.show()

الالتفاف. عملية Ȋعد الɴسيجية الصورة شɢل .26 -3 شكل

التنشيط دالة تطبيق :5 الخطوة

(Non-linearity) اللاخطية خاصية يضيف مما بالصفر، واسȘبدالɺا السالبة القيم بإزالة (ReLU) دالة تقوم
Ȗعقيدًا. أك؆ف أنماط Ȗعلم ʄعڴ وʉساعدɸا الشبكة ʄإڲ

relu_Img = tf.nn.relu(conv_Img)

print("Shape After ReLU:", relu_Img.shape)

plt.figure(figsize=(6,6))
plt.imshow(tf.squeeze(relu_output))
plt.title("After ReLU Activation")
plt.axis('off')
plt.show()
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ReLU دالة تطبيق Ȋعد الɴسيجية الصورة شɢل .27 -3 شكل

الأعظمي التجميع طبقة تطبيق :6 الخطوة

المستخرجة. الم؈قات بأɸم الاحتفاظ مع للصورة المɢانية الأȊعاد تقليل ʄعڴ (Max Pooling) طبقة Ȗعمل
pool_Img = tf.nn.max_pool2d(

#input=relu_Img ,
input=tf.squeeze(relu_Img , axis=1),
ksize=[1, 2, 2, 1],
strides=[1, 2, 2, 1],
padding='SAME')

print("Shape After Pooling:", pool_Img.shape)

plt.figure(figsize=(5,5))
plt.imshow(tf.squeeze(pool_Img))
plt.title("After Max Pooling")
plt.axis('off')
plt.show()

90



. التجميع عملية Ȋعد الɴسيجية الصورة شɢل .28 -3 شكل

التسطيح طبقة تطبيق :7 الخطوة

الطبقات ʏࢭ استخدامھ ليتم البعد أحادي شعاع ʄإڲ الأȊعاد ثنائية الم؈قات خرائط (Flatten Layer) طبقة تحول
الاتصال. ɠاملة

flatten_layer = tf.keras.layers.Flatten()
flatten_Img = flatten_layer(pool_Img)

print("Shape After Flatten:", flatten_Img.shape)

print("First 30 Flattened Values:")
print(flatten_Img.numpy()[0][:30])

(Fully Connected Layer) الالتفاف مرشح تعريف :8 الخطوة

طبقة عن الناتج الم؈قات متجھ من المستوى عالية الأنماط (Dense Layer) الاتصال ɠاملة الطبقة تتعلم
الٔڈائية. التɴبؤات تɴتج ثم Flatten،

dense_layer = tf.keras.layers.Dense(
units=64,
activation='relu')

dense_Img = dense_layer(flatten_Img)

print("Shape After Fully Connected Layer:", dense_Img.shape)
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مفتاحية كلمات
ᣐ ᣾ᤵتحس للصور، المسᚁقة المعالجة BreakHis، بᚖانات قاعدة الالتفافᚖة، العصᚖᛔة الش᝼ᚁات العميق، التعلم ، ᤆ ᣽᤺ ᚖسᛩال التصᙔᗽر الثدي، ᤬طان
النماذج تقيᚖم ال᤭طان، عن المᚁكر الឤشف ، ᤆ

ᣦᤶالثنا التصᚖᛩف الصᚁغات، تطبيع (CLAHE)، التᚁاين

ملخص
أورام ᥉إ الᛩسᚖجᚖة الصور تصᚖᛩف خلال من الثدي ᤬طان عن المᚁكر الឤشف ᤆ

ᣐ᥃ العميق التعلم تقنᚖات فعالᚖة تقيᚖم ᥉إ الدراسة هذە هدفت
: ᤆ᥏ العميق للتعلم متقدمة نماذج ثلاثة ᥋ع الاعتماد تم الهدف، هذا ولتحقيق .BreakHis بᚖانات قاعدة ᙠاستخدام خبᛸثة وأخرى حمᚖدة
للصور، المسᚁقة المعالجة تقنᚖات من مجموعة ᣾ᤫتأث دراسة تم ᝨما .Vision Transformer (ViT)و DenseNet-201 و InceptionV3
ᤆ
ᣐ᥃ النماذج أداء وتعᙔᗫز الᛩسᚖجᚖة الصور جودة ᣐ ᣾ᤵتحس بهدف بᛸنهما، الدمج ᥉إ ᙠالإضافة Stain Normalizationو CLAHE ᤆ

ᣐ᥃ والمتمثلة
التصᚖᛩف. عملᚖة

من InceptionV3نموذج حᚖثارتفعتدقة المدروسة، النماذج أداء ᣐ ᣾ᤵتحس ᤆ
ᣐ᥃ ᤆ ᣽ᤶجاᙵإ ᣾ᤫتأث لها ᝨان المسᚁقة المعالجة تقنᚖات أن النتائج أظهرت

،(CLAHE + Stain Normalization) المدمجة المسᚁقة المعالجة تطبيق عند (82,56%) ᥉إ الأصلᚖة الصور استخدام عند (78,60%)
للتصᚖᛩف. المهمة الᛩسᚖجᚖة الخصائص و᠄براز الصور جودة ᣐ ᣾ᤵتحس ᤆ

ᣐ᥃ التقنᚖات هذە فعالᚖة يؤكد مما
F1-و Recallو Precision ات ᣔ᤬لمؤ مرتفعة قᚖم جانب ᥉إ ،(86%) ᤆ᥉حوا الدقة ᙠلغت حᚖث ا، ᡶدᚖج أداءً DenseNet-201 نموذج حقق ᝨما

والخبᛸثة. الحمᚖدة الأورام ᣐ ᣾ᤵب ᙠكفاءة ᣐ ᣾ᤫوالتمي الدقᚖقة الᛩسᚖجᚖة السمات استخراج ᥋ع قدرته ᙵعكس ما وهو ،Score
مع ،(95,20%) التصᚖᛩف دقة ᙠلغت حᚖث ة، ᣽ᤫالمخت النماذج جميع ᣐ ᣾ᤵب النتائج أفضل حقق فقد Vision Transformer (ViT) نموذج أما
،(88,89%) ᙠMCCلغت قᚖمة ᥉إ ᙠالإضافة ، ᤆ᥉التوا ᥋ع و(96,49%) و(96,20%) (96,79%) PrecisionوRecallوᙠF1-Scoreلغت قᚖم

الثدي. ل᤭طان الᛩسᚖجᚖة الصور تصᚖᛩف ᤆ
ᣐ᥃ ة ᣾ᤫكب وموثوقᚖة عالᚖة كفاءة ᥋ع ᙵدل مما

الإم᝼انات ز ᣽ᤫت ᝨما العميق، التعلم نماذج أداء ورفع الطبᚖة الصور جودة ᣐ ᣾ᤵتحس ᤆ
ᣐ᥃ المسᚁقة المعالجة تقنᚖات توظᚖف أهمᚖة النتائج هذە تؤكد

ا ᡶواعد ا ᡶارᚖخ اعتᚁارە ᙵمكن وعلᚖه، المدروسة. النماذج ضمن فعالᚖة ᣞᤫថالأ النموذج بوصفه Vision Transformer (ViT) لنموذج الواعدة
. ᤆ ᣽ᤷالط القرار اتخاذ ᤆ

ᣐ᥃ والمساعدة الثدي ل᤭طان المᚁكر للᛕشخᚖص داعمة ذكᚖة أنظمة لتطᙔᗽر

ABSTRACT
This study aimed to evaluate the effectiveness of deep learning techniques in the early detection of breast
cancer through the classification of histopathological images into benign and malignant tumors using the
BreakHis dataset. To achieve this objective, three advanced deep learning models were employed: Incep-
tionV3, DenseNet-201 , and Vision Transformer (ViT). In addition, the impact of several image prepro-
cessing techniques was investigated, namely CLAHE and Stain Normalization, as well as their combination,
in order to enhance image quality and improve the classification performance of the models.
The results showed that preprocessing techniques had a positive impact on model performance, where the accu-
racy of the InceptionV3 model increased from (60% .78) when using raw images to (56% .82) after applying
the combined preprocessing approach (CLAHE + Stain Normalization), confirming the effectiveness of these
techniques in improving image quality and highlighting important histological features for classification.
The DenseNet-201 model also achieved good performance, reaching an accuracy of approximately (86%),
along with high values of Precision, Recall, and F1-Score. This reflects its ability to extract fine-grained
histological features and effectively distinguish between benign and malignant tumors.
The Vision Transformer (ViT) model achieved the best results among all tested models, with a classification
accuracy of (20% .95). The values of Precision, Recall, and F1-Score were (79% .96), (20% .96), and
(49% .96), respectively. In addition, the MCC value reached (89% .88), indicating high performance and
strong reliability in classifying breast histopathological images.
These findings highlight the importance of applying image preprocessing techniques to improve the quality of
medical images and enhance the performance of deep learning models. They also emphasize the promising
potential of the Vision Transformer (ViT) as the most effective model among those studied. Consequently,
it can be considered a promising approach for developing intelligent systems to support early breast cancer
diagnosis and clinical decision-making.

KEYWORDS
Breast cancer, histopathological imaging, deep learning, convolutional neural networks (CNNs), BreakHis dataset, image
preprocessing, contrast enhancement (CLAHE), stain normalization, binary classification, early cancer detection, model
evaluation metrics
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